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RESUMO

O elevado esfor¢o e a grande quantidade de tempo necessdrios a construcdo de uma
revisdo sistemdtica tem sido os principais obstdculos a um incremento ainda maior na
quantidade publicada deste tipo de estudo. Diversos autores tem proposto métodos e
desenvolvido ferramentas com o objetivo de reduzir o tempo para construcdo destes
estudos, através da automatizacdo de partes do processo. Nesta linha, o nosso estudo
busca automatizar uma das etapas mais custosas do processo de revisao sistemadtica, a de
"Identificagdo de Resultados do Estudo", atividade na qual os pesquisadores 1éem o
texto completo de um conjunto de artigos cientificos com o objetivo de identificar e
isolar as sentengas que indicam “resultados”. O principal objetivo é o de reduzir a
quantidade de texto a ser lido pelos pesquisadores para conseguir identificar os
“resultados”, o que levaria, consequentemente, a uma diminui¢do do tempo necessario
para construcdo do estudo e a reducdo da carga de trabalho dos pesquisadores
envolvidos. O método que propomos analisa o texto completo dos artigos de entrada e
classifica automaticamente as sentencas em uma de duas categorias pré-definidas:
“resultados” e “nao resultados”, selecionando, em seguida, apenas os paragrafos que
contenham sentencas definidas como “resultados”. O texto final resumido, a ser
analisado pelos pesquisadores, ¢ montado a partir da listagem sequencial destes
paragrafos selecionados. Nos testes realizados, o algoritmo produziu sumarios com 20%
do tamanho dos documentos originais, em média. Observou-se, ainda, um percentual
de acerto na classificagdo dos pardgrafos da ordem de 74%, resultado que consideramos
positivo, levando-se em consideracdo o percentual de reducdo do texto original e a

dificuldade inerente a anélise de documentos em linguagem natural.

Palavras-chave: Mineracdao de Textos. Extra¢do da Informacgdo. Revisdo Sistemética.
Sumarizacio de textos.



ABSTRACT

The high effort and large amount of time required to build a systematic review has been
the main obstacles to increase the amount published of this type of study. Several
authors have proposed methods and developed tools aiming to reduce the construction
time for these studies through automating parts of the process. In this vein, our study
seeks automate one of the most costly stages of the systematic review process -
"Identification of the Study Results", activity in which researchers read the full text of a
set of articles in order to identify and isolate the sentences that show "results". The main
objective is to reduce the amount of text to be read by researchers aiming to identify
results, reducing, consequently, the time necessary for build the study and reducing the
workload of researchers involved. The method that we propose analyzes the complete
text of Articles and automatically classifies incoming sentences in one of two pre-
defined categories: "results" and "no results", selecting only paragraphs containing
sentences defined as "results". The final summary, to be analyzed by the researchers, is
assembled from a list of sequential selected paragraphs. In the test performed, the
algorithm produced summaries with 20% of the size of the original documents, on
average. It got also a percentage of correct classification of paragraphs of the order of
74%, a result which is good, taking into account the percentage of reduction of the
original text and difficulty inherent in the analysis of documents in natural language.

Keywords: Text Mining. Information Extraction. Systematic Reviews. Text
Summarization.
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Capitulo

INTRODUCAO

Este capitulo tem por objetivo contextualizar a pesquisa, fornecer uma

visdo geral do ambiente e apontar a relevincia deste estudo, justificando a
sua execucdo. Ainda neste capitulo sdo definidas as limitagcées do trabalho e é
descrita, de forma resumida, a sequéncia de atividades necessdrias para o seu

desenvolvimento.

A historia da revisdo sistemdtica comeca no inicio do século XX, embora sua popularidade
tenha crescido somente no final da década de 90. A primeira revisdo deste tipo que se tem
registro foi publicada por Pearson (1904) no British Medical Journal e sintetizava resultados

de apenas dois estudos.

A revisdo sistemdtica ¢ uma revisdo de estudos primdrios que, através de uma
abordagem sistemdtica, objetiva reduzir viés, ou seja, evitar a ocorréncia de um erro
sistemdtico ou tendenciosidade. Este estudo sintetiza informagdes sobre efeitos de tecnologias
— tamanho do efeito e para quem o efeito ocorreu — produzidas pelos estudos disponiveis de
boa qualidade, fornecendo uma base cientifica para a tomada de decis@o a respeito do tema
abordado (SILVA, 2003). O processo de condugdo deste tipo de revisdo guia-se por uma
estrita e bem definida sequéncia de passos metodoldgicos, que seguem um rigido protocolo
definido antes do inicio das atividades. A estratégia de busca de evidéncias, a questdo, o foco
e todos os detalhes metodoldgicos sdo formalmente explicitados, de forma que outros

profissionais possam reproduzir o mesmo protocolo (BIOLCHINI, 2005).

As revisOes sistemdticas utilizam protocolos cada vez mais elaborados que procuram
reduzir os numerosos vieses possiveis no processo de estimar efeitos. Nesse sentido, utilizam
estratégias de busca de estudos exaustivas, examinam a qualidade do desenho, da execugdo do
estudo e fazem referéncia sobre a forca da evidéncia que cada estudo proporciona, além da

validade de sua inclusdo na revisdo (SILVA, 2003).
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1.1 REVISAO SISTEMATICA EM ENGENHARIA DE SOFTWARE

Uma considerdvel quantidade de estudos primdrios com preocupacdo metodoldgica vem
sendo desenvolvidos na drea de Engenharia de Software nos tdltimos anos. Entretanto, estes
trabalhos, isoladamente, ndo possuem evidéncias suficientes para comprovar a aplicabilidade
ou qualidade de uma determinada técnica, em fun¢do da grande possibilidade de variacdes

nos ambientes onde se desenvolveram cada um dos experimentos.

Uma das formas de solucionar este problema seria através da andlise de um conjunto
de artigos que tratem de uma mesma questdo de pesquisa e a posterior sintese dos seus
resultados. Nesta linha, existe uma série de iniciativas questionando como a Engenharia de
Software poderia ser beneficiada com a ado¢do de uma metodologia baseada em evidéncias,

que seriam obtidas através da construcdo de revisdes sistemadticas.

Diferentemente da drea médica, onde a construcdo destas revisdes sio amplamente
difundidas, a Engenharia de Software tem algumas especificidades que podem tornar mais
dificil a sintese das pesquisas para obter evidéncias. Uma das maiores diferengas € que a
maioria dos métodos e técnicas de Engenharia de Software devem ser aplicados por
profissionais de Software qualificados que conhecam os métodos e técnicas que estdo sendo
aplicados. Ja na drea da saude, apesar dos profissionais médicos serem qualificados, o
tratamento prescrito (por exemplo, uso de um determinado medicamento) ndo requer a sua
presenga para ser corretamente administrado por outro profissional ou recebido pelo paciente.
Tomemos como exemplo o experimento padrdo ouro na avaliacdo de questdes terapé€uticas
em saude, que € o ensaio clinico controlado randomizado duplo-cego. Neste tipo de estudo,
nem o médico nem o paciente sabem qual tratamento estd sendo administrado, de forma a
prevenir que as suas expectativas distorcam os resultados. Este protocolo é impossivel de ser
aplicado na Engenharia de Software, pois para que o profissional desta drea possa executar

uma tarefa, ele precisa conhecer o método ou ferramenta envolvida (BIOLCHINI, 2005).

Uma outra diferenca entre estas duas dreas € o fato de existir, na 4drea de saide, uma
grande quantidade de institui¢des que fomentam a construgdo e divulgam os resultados das
revisdes sistemdticas, a exemplo da Colaboragio Cochrane' ou do Centro de Revisdes e
Disseminacio da Universidade de York®. Ainda ndo existem organizacdes similares na drea

de Engenharia de Software.

1__http://www.cochrane.org/
2 http://www.york.ac.uk/inst/crd/
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Um dos primeiros estudos a definir as diretrizes para constru¢do de revisdes
sisteméaticas em Engenharia de Software foi proposto por Kitchenham (2004) e baseou-se em
diretrizes estabelecidas para a drea médica. Um outro trabalho de defini¢do de método para
realizacdo deste tipo de estudo secunddrio na drea de Engenharia de Software foi proposto por

Cruzes (2007) — o método SecESE, e serd utilizado como base desta Dissertacao.
1.1.1 SecESE - Analise Secundaria em ESE

A SecESE, proposta por Cruzes (2007), utiliza métodos explicitos e reproduziveis que sio
executados sistematicamente, de forma a assegurar que o procedimento da anélise seja visivel

e reprodutivel por outros pesquisadores.

Como pode ser visualizado na Figura 2.1, a abordagem SecESE € dividida em quatro

atividades principais, sdo elas:

(1) Planejamento - definicdo e planejamento da andlise e da explicitacdo dos critérios de

busca e selecdo dos objetos de andlise;

(2) Avaliacao de qualidade - apds a selecdo dos objetos de andlise, deve-se avaliar a

qualidade dos mesmos;
(3) Extracdo — ¢ realizada a extragdo das informagées codificadas dos artigos;

(4) Anélise de resultados - ¢ realizada a andlise das informagdes coletadas durante todo

0 processo.

Figura 1.1 - Atividades da SecESE

Planejament Avaliaca

de

A A

\4 \4 A\ 4 \4

Base de Conhecimento

Fonte: Cruzes (2007)
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Destacamos, na Figura 1.1, a fase de Extracdo de Informagdes, por ser a etapa base
para o desenvolvimento do objeto desta dissertacdo. Segundo a metodologia de Cruzes, esta
atividade se divide em duas sub-atividades: a extragdo de informagdes de contexto e a
extracdo de resultados. A primeira trata da recuperacdo de determinados itens do artigo
selecionados pela autora do trabalho, como o titulo, o tépico de estudo, as varidveis
dependentes e independentes e uma série de outras informagdes que tratam de aspectos
relevantes do estudo. A segunda etapa trata da identificagdo das sentencas que indicam

resultados no texto cientifico.

12 ESTUDOS SOBRE AUTOMATIZACAO DO PROCESSO DE REVISAO
SISTEMATICA

Estudos sobre ferramentas de apoio as etapas de “Avaliacdo de Qualidade” e “Extragcdo das
Informagdes” foram produzidos por Malheiros (2007) — com o PexExplorer, e Silva Rocha

(2009) - com o ContextExtractor.

Ambeas as ferramentas foram construidas com base em técnicas de mineragéo visual de
textos. O PexExplorer com o intuito de auxiliar os pesquisadores na sele¢do dos artigos a
serem utilizados na construgdo da revisao sistematica e o ContextExtractor com o objetivo de

recuperar automaticamente as informagdes de contexto.

Estes dois estudos demonstram que € vidvel a utilizacdo de suporte computacional ao
processo de Revisdo Sistemdtica, com redugcdo do tempo e do custo necessdrios para

realizacdo deste tipo de estudo.
1.3 OBJETIVO

Esta dissertagdo tem por objetivo principal propor um método para sumarizacdo de artigos
cientificos em Engenharia de Software, com é&énfase na localizacdo e identificacdo de
sentencas que representem os resultados dos artigos cientificos em andlise, de forma a reduzir
o tempo gasto pelos pesquisadores ao realizar as revisdes sistematicas. O método proposto
atuard na automatizacdo de parte da etapa de extragdo de informagdes da SecESE, exibida na

figura 1.1.
1.3.1 Objetivos Secundarios

a) Identificar padrdes estrututrais em artigos cientificos, com base na andlise da

organizac¢do do seu contetido e formatacdo visual do texto — Capitulo 3;

b) Avaliar e comparar as técnicas de classificacdo de sentencas em artigos cientificos
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— Capitulo 4;

c) Especificar e construir um protétipo de ferramenta para dar suporte a mineragio

visual dos artigos cientificos e a classificacdo de suas sentencas — Capitulo 5;

d) Modelar e executar um experimento controlado de forma a avaliar a precisdo e

abrangéncia do método proposto — Capitulo 6.
1.4 LIMITACOES

Nio faz parte do escopo deste trabalho propor melhorias a metodologia para construc¢do de

estudos secundarios utilizada — a SecESE.

O escopo ¢ limitado, ainda, a andlise e criacdo de sumadrios de artigos da drea de
Engenharia de Software. Neste trabalho ndo serd realizado qualquer experimento da aplicacio
desta técnica em artigos de outras dreas, principalmente por ndo possuirmos um corpus de
artigos anotados (com a marcagdo explicita da categoria das sentengas) que nos possibilite
executar estes testes. Este fato, entretanto, ndo exclui a possibilidade de que a técnica
desenvolvida possa ter resultados satisfatérios se utilizada em tais documentos, apenas nao
garantimos que os resultados sejam semelhantes aos apresentados para os artigos de

Engenharia de Software.
1.5 ORGANIZACAO DO TRABALHO
Este estudo encontra-se dividido nos seguintes capitulos:

a) Capitulo 2 — Minerag@o de Textos — descri¢do dos conceitos e técnicas de mineracdo

de texto utilizados neste trabalho;

b) Capitulo 3 - Andlise do Artigo Cientifico — andlise da estrutura de formatacdo visual

e composi¢do do contetddo de Artigos Cientificos de Engenharia de Software;

c) Capitulo 4 — Classificacdo das Sentencgas — andlise dos trabalhos de Teufel (1999),
Ibekwe-SanJuan (2008) e Agarwal (2009) sobre técnicas de classificacdo de sentengas

em artigos cientificos;
d) Capitulo 5 — Método Proposto — descricdo do método utilizado neste trabalho;

e) Capitulo 6 — Ferramenta de Avaliacdo — descri¢do das funcionalidades da ferramenta

utilizada no experimento deste estudo;

f) Capitulo 7 — Experimento — descri¢do do experimento realizado para validagdo do

método proposto;
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g) Capitulo 8 — Resultados e Discussdo — andlise dos resultados encontrados neste

estudo;

h) Capitulo 9 — Conclusdo — aponta as conclusdes obtidas a partir da andlise dos

resultados deste estudo.



Capitulo 2 — Mineragdo de Texto 23

Capitulo

P8 MINERACAO DE TEXTO

Este capitulo contém uma breve revisdo de literatura sobre a

minera¢do de textos, em especial as etapas de pré-processamento — andlise
léxica, remocdo de “stop words”, reducdo morfologica, normalizacdo de
sinonimos, atribuicdo de pesos e reducdo de dimensionalidade; e classificacdo
— andlise dos métodos “naive bayes”, vizinho mais proximo, SVM e tabela e
drvores de decisdo. Serdo analisadas, ainda, técnicas para cdlculo de pesos e

classificacdo de sentencas do texto..

A Mineracdo de textos, também conhecida como mineracdo de dados do texto, refere-se,
geralmente, ao processo de extragdo de informacdes de documentos de texto ndo estruturados,
podendo ser visto como uma extensdao da Mineragdo de Dados (do inglés Data Mining)

(TAN,1999).

O processo de mineragdo de textos foi definido por Martins Junior (2003) em fungio
de atividades como a Obtencdo dos Documentos, Pré-Processamento dos Documentos,

Extracdo do Conhecimento ou Classificacdo e Avaliacdo do Conhecimento.

2.1 ETAPAS DA MINERACAO DE TEXTO

Neste topico, detalharemos as etapas de Pré-processamento e Classificagdo dos documentos
textuais, por estarem relacionadas ao contetido deste trabalho durante toda a etapa de
processamento dos documentos textuais que representam os artigos cientificos até a fase de

criacdo do resumo do texto.

2.1.1 Pré-Processamento

Em processos de mineracdo, um texto é usualmente representado como um vetor de palavras
(também chamado vetor de termos) com pesos associados. A representacdo deste vetor pode
ser observada no Quadro 2.1, onde d representa o documento, w o conjunto de palavras

extraidas do texto e p os pesos associados.

Quadro 2.1 - Representacdo do texto em funcio dos termos e de seus pesos

d; = (Wip1, Wap2, ... WaDn)
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Este vetor sofre uma série de transformacdes durante o processo, de forma que, ao
final, passa a conter uma série de informacdes que possibilitam a utilizagdo das mais variadas
técnicas de extragdo da informacdo. Torres (2005) definiu um processo para realizagdo do
pré-processamento do documento textual. As sete atividades sequenciais sdo exibidas na

Figura 2.1 e descritas nas secdes subsequentes.

Figura 2.1 - Etapas do pré-processamento do texto

o
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EXTRAGAO DE TERMOS

Fonte: Torres (2005).

2.1.1.1 Anadlise Léxica

E a primeira etapa do processo e tem por objetivo definir o conceito de "termo” a ser adotado.
Tipicamente, os termos sao definidos como as palavras presentes no texto, mas ha autores que
utilizam as sentencas como indicadores de termos, acreditando que esta representacdo

apresenta melhor semantica.

2.1.1.2 Remocgdo de Stop Words

E a etapa em que sdo eliminados os termos indesejados, presentes no vetor inicial. "Stop
Words" sdo os termos que aparecem com alta frequéncia no texto, mas nao contribuem para a
diferenciacdo entre categorias, mostrando-se irrelevantes para o processo de classificacdo e

gerando uma carga adicional de processamento.

2.1.1.3 Redugdo Morfoldgica (Stemming)

O “Stemming” é um método de padronizag¢do de palavras amplamente utilizado, desenhado
para permitir a redugdo de termos a menor unidade semantica possivel (PAICE, 1990). A
definicdo é que uma palavra tipica possui um radical (“stem”) que se refere a alguma ideia

central, e que certos prefixos e sufixos s@o utilizados para modificar o seu significado ou
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adequar a palavra a uma determinada regra sintitica. O “stemming” promove a remogio

destes prefixos e sufixos de modo a reduzir a palavra a sua “esséncia”.

Os algoritmos de Stemming possuem caracteristicas proprias que os levam a uma
separacdo por classes. Frakes e Baeza-Yates (1992) propuseram uma taxonomia para
classificagdo dos algoritmos de Stemming, exibida na Figura 2.2. Dentro das categorias
propostas, os algoritmos de remocdo de sufixos e prefixos sdo os mais encontrados na
literatura. Dentre estes, o snowball’, implementa¢do do Stemming de Porter (1980), é o mais

conhecido e utilizado.

Figura 2.2 - Taxonomia para Algoritmos de Stemming

Métodos de Conflagdo

Manual Automaticos (stemmers)
Remocao de sufixos e Tabela de Busca Sucessor Variety N-gram
prefixos
Mais longo Remocao
Simples

Fonte: Frakes e Baeza-Yates (1992).

O Stemming de Porter é baseado na remog¢do de sufixos das palavras. Alguns dos
destaques € o tamanho reduzido, a rapidez no processamento e o raciocinio simpldrio. Neste
algoritmo, os sufixos sdo removidos simplesmente para prover uma melhoria na performance
dos sistemas de recuperagdo da informag¢do e mineragdo de dados, e ndo como um exercicio
linguistico. Nao sdo sempre 6bvias as circunstincias em que um sufixo deve ser removido e a

avaliac@o do valor da remocao de um sufixo ndo € algo trivial.

O método funciona a partir de duas listas, uma com os sufixos e outra com as
condicdes de remog¢do. Quando a condigfo ¢ satisfeita, a operacdo sobre a palavra é realizada.
Quando a palavra possui poucas letras, ndo € realizada a remoc¢do do sufixo, mesmo que

exista uma condi¢do que indique a operagdo. O tamanho da palavra é dado pela contagem das

3 http://www.tartarus.org/snowball
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letras, ndo havendo uma base linguistica para esta observag@o. Sufixos complexos sio

removidos em diferentes etapas.

2.1.1.4 Normalizacdo de Sindnimos

Por vezes, palavras sdo resumidas em siglas, sendo que ambas possuem o mesmo significado.
Banco Central do Brasil e BACEN, por exemplo, devem ser tratados como uma mesma
palavra para efeito de classificacdo. O tratamento destes casos € realizado com uma lista de

palavras de mesmo significado.

2.1.1.5 Atribuigdo de Pesos
Frequentemente, podemos definir que alguns termos sd@o mais importantes para a defini¢io de
um texto do que outros. Dentro deste contexto, a possibilidade de atribuir pesos permitiria que

essa percepcao pudesse ser aplicada também na atividade processamento automaético.

Diversos sdo os atributos que podem ser definidos para cdlculo do peso do termo.

Detalharemos alguns destes na Secdo 2.2.

2.1.1.6 Redugdo de Dimensionalidade

O alto tamanho do vetor de termos é um dos problemas mais significantes na classificagdo de
textos. Por conta disso, antes que se inicie o processo de classificacio, deve-se tentar reduzir
ao maximo o tamanho do vetor sem, no entanto, influenciar negativamente na categorizacao.
Sebastianini (1999) distingue o processo de reducdo de dimensionalidade em por selecdo de

termos € por extragdo de termos.

A reducdo de dimensionalidade por sele¢do de termos é uma técnica que seleciona, a
partir do conjunto original T, um sub-conjunto T’, de termos que, quando utilizados para
classificagdo do documento, apresente o melhor resultado possivel. Uma técnica simples é a
da frequéncia do termo, onde sd@o mantidos apenas os termos que mais aparecem em um

determinado documento, sendo removidos os demais.

J4 a técnica de reducdo de dimensionalidade por extracdo de termos atenta para a
geragdo de um conjunto de termos “artificiais” - T’, do original T, sendo que o subconjunto T’
estd contido em T (T" [J T). O objetivo € reduzir o tempo de processamento sem comprometer
o resultado da classificacdo. Uma das técnicas utilizadas € o agrupamento de termos (Term
Clustering), que tenta agrupar as palavras que possuem alguma correlagdo. Estes grupos de
termos, ou um dos representantes deles, poderiam, entdo, ser utilizados como dimensdo dos

vetores, ao invés dos termos originais.
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2.1.2 Classificacao de Textos

O processo de classificacio de textos envolve a tentativa de, através de técnicas de
aprendizagem de madaquina, permitir aos computadores classificar novos documentos em
categorias pré-definidas, a partir da inferéncia sobre um conjunto de documentos previamente

classificados por humanos, chamado de grupo de treinamento.

Para Lacerda e Braga (2004) apud Cherkasskg e Mulier (1998), podemos definir um
método de aprendizagem como:

Um algoritmo (usualmente implementado em software) que estima um mapeamento

desconhecido (dependéncia) entre entradas dos sistemas e saidas baseado nos dados

disponiveis, isto €, nas amostras (entradas, saidas) conhecidas. Uma vez que a

dependéncia tem sido estimada, ela pode ser usada na predi¢c@o das saidas futuras do
sistema baseado nos valores de entrada conhecidos.

Yang e Liu (1999) e Joachims (1998) realizaram um estudo comparativo de diversas
técnicas de Aprendizado de Mdquina no contexto da classificacdo de textos e, dentre as
diversas técnicas apresentadas, duas se destacaram positivamente: a técnica do Vizinho mais
proximo (k-nearest neighbord) e a de Mdquinas de Vetores de Suporte (Support Vector
Machines). Oliveira (2004) apresentou estudo sobre classificagdo com o algoritmo Naive
Bayes com indices também positivos. Detalharemos estes trés métodos, além dos métodos de

Tabelas de Regras de Decisdo e do algoritmo de arvore de decis@o.

2.1.2.1 Vizinho mais préximo

O método do vizinho mais proximo vem sendo estudado no reconhecimento de padrdes ha
algumas décadas. O raciocinio indutivo deste algoritmo corresponde a admitirmos que a
classificagdo de uma instancia "x" serd muito similar a classificagdo de uma outra instancia
que se encontre proxima a esta, levando em consideracdo a distdncia euclidiana como

conceito de proximidade.

Tomemos como base a instancia "x", supracitada, descrita pelo vetor de caracteristicas
V = {ai(x), axx), ..., a, (x)}, onde a, (x) € o valor do enésimo atributo da instancia "x". Desta

forma, a distancia entre duas instancias x; € x; € definida no quadro 2.2.

Quadro 2.2 - Distancia entre as instancias xi e Xj

d(xi, xj) = \/ 2 ar () - aclxs))?
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Observemos, por exemplo, o espaco bidimensional representado na figura 2.3, que
possui um ponto X, a ser classificado como positivo ou negativo. Tomando como base os trés

vizinhos mais préximos, podemos claramente classifici-lo como negativo, j4 que a maioria

dos vizinhos selecionados possui tal caracteristica.

Figura 2.3 - Método de classifica¢do vizinho mais préximo

k-Vizinhos mais proximos

O

®
9}

[} () positivo

M negativo

Fonte: Torres (2005)

O método do vizinho mais préximo tem se mostrado um método de inferéncia indutiva
muito efetivo para diversos problemas praticos, sendo bastante robusto quando lhe é provido

um conjunto de treinamento suficientemente grande.

Um dos problemas encontrados com este método, no entanto, é o fato de se utilizar
todos os atributos da instdncia no momento da classificacio. Em uma instdncia com 15
atributos onde apenas 3 sdo realmente relevantes, a distancia entre os vizinhos levard em
consideracdo todos os atributos, fazendo com que a classificacio possa ser definida através
dos 12 atributos que sdo irrelevantes, o que ficou conhecido como “maldi¢do da

dimensionalidade” (curse of dimensionality).

Solugdes té€m sido propostas como forma de resolver o problema da dimensionalidade.
Dentre as encontradas, a utilizag¢do de técnicas para eliminacdo de atributos insignificantes e a

utilizacdo de pesos para diferenciar a importancia dos termos tem trazido bons resultados.
2.1.2.2 Méquinas de Vetores Suporte (Support Vector Machines - SVM)
O método em questdo foi desenvolvido com base na teoria do aprendizado estatistico. O

método das méquinas de vetores de suporte, doravante chamado SVM, € utilizado para o

reconhecimento de padrdes definidos sobre o espaco vetorial, onde o problema consiste em
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encontrar uma superficie de decis@o que melhor separe os dados em duas categorias, a classe

dos positivos e a dos negativos (MARTINS JUNIOR, 2003).

Dado um conjunto de treinamento S, que contém pontos de duas classes, a meta é
estabelecer a equagdo do hiperplano que divide S, deixando todos os pontos da mesma classe

do mesmo lado, enquanto maximiza a distancia minima entre estas classes e o hiperplano.

Nem sempre essa separacdo dar-se-4 de forma direta. Apenas nos casos linearmente
separdveis serd possivel, a partir do conjunto de entrada, tracar um hiperplano que consiga
dividir corretamente todos os integrantes de ambas as classes em seus respectivos
subconjuntos. Nos casos linearmente insepardveis, tanto o hiperplano quanto os vetores de
suporte s@o obtidos através da resolucdo de um problema de otimizacdo. Exemplos de ambos

podem ser visualizados na figura 2.4.

Figura 2.4 - Casos tipicos encontrados com a aplicagdo do SVM

Maquina de Vetores de Suporte

vetores de su porte

LINEARMENTE SEPARAVEL LINEARMENTE INSEPARAVEL

Fonte: Torres (2005)

Considerando o caso linearmente separdvel, podemos definir a superficie de decisdo
do SVM como: Tv _:c - b = 0, onde _; € um ponto de dados arbitrario, que representa o
conteddo do documento a ser classificado, e o Vetor-;v e a constante b devem ser aprendidos
do conjunto de treinamento S, = _&1, Y1), (_;2, v2), ...,Txn, yn), de tamanho n e com y, [ {-1,
+1}.  Como explanado, o problema do SVM € encontrar w e b que satisfagcam as restri¢cdes

encontradas no quadro 2.3.

Quadro 2.3 - Restrigdes do SVM

w3 b >= +1 paray Eclasse 1

> >
w-x; -b <=-1 paray &classe —1
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2.1.2.3 Naive Bayes

O teorema de Bayes, fundamentado na teoria da probabilidade, teve origem com o reverendo
Thomas Bayes no século XVIII. De forma a facilitar o entendimento do teorema, discutiremos
o exemplo descrito em Statsoft (2009). A figura 2.5. mostra um conjunto de objetos
classificados em classes distintas, quadrado e circulo. O objetivo € descobrir a probabilidade
que um novo objeto, aleatdrio, teria de pertencer a uma das classes dadas, baseado no

conjunto de objetos existentes.

Figura 2.5 Grupo de Objetos divididos em duas classes

Naive Bayes
o]
u] o Op © o 0
g © 00g 9 Q
O o g¥ o @0 0¥
O & x 0 0000 ¢ (0]
o & o 00O OOOO
° o o 00°%0%0
0 o O o

Fonte: Torres (2005).

Uma vez que existem mais circulos do que quadrados, € correto acreditar que um novo
caso possui mais chances de se encaixar entre os circulos. Na andlise bayesiana, esta certeza é
conhecida como probabilidade a priori, sendo baseada em experi€ncias prévias, j4 que o
conjunto de treinamento é conhecido. Pode-se, portanto, definir as probabilidades a priori
como: P(Circulo) = Niimero de circulos / niimero total de objetos e P(Quadrado) = Niimero
de quadrados / niimero total de objetos. Sabendo que existem 60 objetos, sendo 45 circulos e

15 quadrados: P(Circulo) = 45/60 e P(Quadrado) = 15/60

Imagine, no entanto, que surja um novo ponto, uma cruz, entre os circulos e os
quadrados, e que seja necessdrio determinar a probabilidade condicional dele pertencer a um

dos grupos existentes, conforme a figura 2.6.
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Figura 2.6 - Classificacdo de novos dados utilizando Naive Bayes

Naive Bayes
0
o o 05 o © o
O = OOO 0 Q
a oo OO o OO OOOO
o =, 0° 0000 o ©
. o +.) 0 00%8(}0
S < 00%0%0
B 0 O o

Fonte: Torres (2005).

Supondo que os objetos estdo agrupados, pode-se assumir que quanto mais objetos de
determinada classe estejam préximos ao novo ponto, maiores as chances deste ponto estar
associado a esta classe. Para medir esta probabilidade (do inglés likelihood), deve-se tragar
uma circunferéncia ao redor da cruz, isolando internamente aqueles pontos que estejam mais
préoximos. A partir da contagem destes pontos vizinhos, por classe a que pertencem, pode-se
obter a probabilidade que a cruz tem de ser circulo ou quadrado: P(cruz, circulo) = Niimero
de circulos vizinhos a cruz / total de circulos e P(cruz, quadrado) = niimero de quadrados
vizinhos a cruz / total de quadrados. Observando que existem dentro desta circunferéncia um

circulo e tré€s quadrados, tem-se: P(cruz, circulo)= 1/45 e P(cruz, quadrado)=3/15.

O teorema de Bayes trabalha, justamente, com a associagdo entre essas duas
probabilidades. Na andlise bayesiana, a probabilidade final vem da combinag¢do de ambas as
fontes de informacdo, formando a probabilidade a posteriori: P(quadrado,cruz) = P(cruz,
quadrado) * P(quadrado), P(quadrado,cruz) = 3/15 * 1/4 = 1/20, e P(circulo, cruz) =
P(cruz, circulo) * P(circulo), P(circulo, cruz) = 1/45 * 3/4= 1/60.

Desta forma, pode-se, finalmente, definir que a cruz deveria ser definida como

quadrado, ja que a probabilidade a posteriori do quadrado foi superior a do circulo.

O teorema de Bayes vem sendo utilizado como suporte ao processo de categorizagio
de textos. No quadro 2.4, encontra-se a férmula utilizada para estimar a probabilidade de um

documento pertencer a uma classe (OLIVEIRA, 2004).
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Quadro 2.4 - Férmula de Bayes aplicada a classificacio de documentos

P(x1C=c)XP(C=¢) onde:

P(C=c,1x)= s
P(x)

X representa um vetor de termos e ¢; representa uma classe..

2.1.2.4 Tabela de Regras de Decisdo
Tanto as tabelas quanto as arvores de decis@o ndo tem sua origem na drea de sistemas de
computagdo. Eles tem uma aplicacdo muito mais abrangente, englobando &dreas como a

Biologia e Teoria da Informacéo, além das Ciéncias da Computagio.

Uma tabela de decisdo é um modelo alternativo para um problema composto por
condicdes, agdes e regras. Condi¢des sdo varidveis cujos valores sdo avaliados para a tomada
de decisdo. Ag¢des representam o conjunto de operacdes a serem executadas condicionadas
pelas respostas das condi¢des. Regras representam o conjunto de situagdes, que sdo

verificadas em resposta as condi¢des (TCHEMRA, 2009).

Uma tabela de decisdo é composta de linhas e colunas separadas em quatro quadrantes
distintos, exemplificados no quadro 2.5. No quadrante superior esquerdo, cada linha
corresponde a varidvel do problema que serd analisada no processo de decisdo — as condigdes;
o superior direito corresponde aos valores das variaveis, das condi¢gdes do primeiro quadrante;
o inferior esquerdo indica o conjunto de procedimentos ou operacdes que serdo executados de
acordo com as respostas das condicdes; e o inferior direito contém as a¢des tomadas em razio

da avaliacdo das condicoes.

Quadro 2.5 - Quadrantes da tabela de decisdo

Condigdes Valores para as condi¢des

Acdes ‘ Acdes a serem tomadas

Para criar uma tabela de decisdo € necessario definir as condi¢cdes que podem afetar

uma decisdo e determinar as possiveis acdes que podem ser tomadas. Em seguida, deve-se
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determinar o ndmero de valores possiveis para cada condi¢do para que seja preenchido

quando cada a¢do for tomada.

Tomemos como exemplo uma mercearia que deseja criar uma tabela de decisdo sobre
as acoes a serem tomadas quando for efetuada uma compra, dependendo do valor da compra e

da forma de pagamento. As condi¢gdes sdo:

(1) Compras abaixo de R$ 100
(2) Pagamentos com cheque
(3) Pagamentos com cartdo de crédito

(4) Pagamentos em dinheiro

As acgdes possiveis de serem tomadas para as condi¢des sdo:

(1) Efetuar a venda
(2) Consultar o cheque

(3) Consultar o cartio de crédito

Usando os valores acima para construir uma tabela de decisdo, deve-se definir os
valores possiveis para cada condi¢do e calcular as possibilidades. Para cada uma das
condicdes, hd apenas dois valores possiveis: Sim e Nao. Como sdo quatro condi¢des, com

dois valores possiveis, chega-se a soma de oito possibilidades, visualizadas na Tabela 2.1.

Tabela 2.1. Condicdes e Ac¢des da tabela de decisdo modelo (S = Atende o critério e N = Nao atende)

Compras acima de R$ 100,00
Pagamentos com cheque

Pagamentos com cartao de crédito

Z wn Z w
w Z wn Z

S
S
N
S

Z Z »n o wn

Pagamentos em dinheiro

X own zZ Z w
Xz zZ »n Zz

N
N
S
N
X

X w z Z z

Efetuar a venda
Consultar o cheque X X X

Consultar o Cartdo de Crédito X

A partir da andlise dos valores atribuidos as condi¢des, sdo definidas as agdes a serem

tomadas.
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2.1.2.5 Arvore de Decisdo
Uma darvore de decisdo é uma representacdo de uma tabela de decisdo sob a forma de uma
arvore. Tem a mesma utilidade da tabela, constituindo-se como uma maneira alternativa de

expressar as mesmas regras que sio obtidas quando se constréi a tabela (ARVORE DE

DECISAO, 2009).

Em sua representacdo gréfica, a decisdo (sim ou ndo) é representada por linhas e as
questdes sobre as quais se deve decidir sdo representadas por nés. Cada um dos ramos
compostos por linhas e nds sempre termina em uma folha, indicando a consequéncia mais
provavel da sequéncia de decisdes tomadas. Como exemplo, imagine que devemos decidir se
uma venda pode ou ndo ser concretizada, dependendo do valor da compra e da forma de

pagamento. As condi¢des e acdes a serem tomadas estdo listadas na Tabela 2.2.

Tabela 2.2 - Condigdes e A¢des da tabela de decisdo modelo

Valor Compra Pagamento Dinheiro Pagamento Cartio Vende

Maior que R$ 100,00 S N S

Maior que R$ 100,00 N S N
Menor que R$ 100,00 S N S
Menor que R$ 100,00 N S S

A arvore de decisdo correspondente pode ser visualizada na Figura 2.7.

Figura 2.7 - Exemplo de Arvore de Decisdo

Compra abaixo

Compra acima
de R$ 100,00
de R$ 100,00
Pagamentos Pagamentos Pagamentos Pagamentos
Em dinheiro com Cheque Em dinheiro com Cheque

/ N/ \

SIM SIM SIM NAO
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As arvores de decisdo, por sua representacio grafica, tornam mais fécil a visualizacio
do problema e dos fluxos de decis@o em comparagdo com a tabela de decis@o. Este fato é
valido quando consideramos um ndmero pequeno de condi¢des e agdes; para conjuntos

grandes, a drvore torna-se muito complexa e de dificil entendimento.

2.1.3 Desempenho da Classificacao
Quando se avalia o desempenho de um método de classificagdo, sdo abordados,

principalmente, quatro itens (OLIVEIRA, 2004):

a) Ndmero de documentos rotulados a uma categoria c¢; e corretamente
classificados como pertencentes a esta categoria;

b) Nimero de documentos rotulados como ndo pertencentes a uma categoria c;,
porém incorretamente classificados como pertencentes a esta categoria — os
falso-positivos;

¢) Nimero de documentos rotulados como pertencentes a uma categoria c;, porém
incorretamente classificados como ndo pertencentes a esta categoria — os falso-

negativos.

Baseadas nestas defini¢des, foram determinadas importantes medidas de desempenho

para mensurar a performance dos classificadores, sendo as principais:

a) Abrangéncia (recall) — Mede o percentual de documentos corretamente classificados
na categoria cj, considerando também os que deveriam ter sido classificados nesta

categoria e ndo foram — os falso-negativos. (Quadro 2.6)

Quadro 2.6 - Férmula para célculo do abrangéncia

a
recall = (—a-'IT)‘
b) Precisdo (precision) — Mede o percentual de documentos classificados

corretamente em uma categoria ci , considerando também os que niao deveriam

ter sido classificados nesta categoria e o foram — os falso-positivos (Quadro 2.7).
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Quadro 2.7 - Férmula para célculo da precisdo

a

precision = ,(be—)w

2.2 CLASSIFICACAO DE SENTENCAS DO TEXTO CIENTIFICO

Como visto nas secdes anteriores, um dos objetivos da mineracdo de texto é analisar
um documento com o intuito de classifica-lo em uma determinada categoria. Neste estudo,
entretanto, ndo € o texto como um todo que serd analisado, mas segmentado em unidades
menores, denominadas sentengas -que sdo representadas por um pedago de texto com sentido
completo. O principal motivo de utilizarmos este subconjunto do texto é o fato de que

resultados de estudos sdo descritos em artigos cientificos neste formato textual.

Estas sentengas serdo representadas por vetores de termos, que sdo matrizes das
palavras que as compdem associadas a um determinado atributo. O principal desafio é que os
atributos selecionados para compor estes vetores realmente auxiliem na diferenciagdo dos

tipos de sentencas, de forma a melhorar a precisdo do classificador.

Diversos estudos propondo uma série de atributos para caracterizagdo de sentengas
vem sendo realizados nos dltimos 50 anos, geralmente vinculados a atividade de extragdo
automatica de sentengas para criagdo de sumadrios de textos. As metodologias para o cilculo
do valor destes atributos baseiam-se nos mais diversos paradigmas: estatistico, como a
frequéncia das palavras-chave de Luhn (1958); semantico, como o método relacional de
Skorochod'ko (1972); ou a andlise do discurso, como o modelo proposto por Marcu (1998).
Abordaremos, doravante, alguns atributos de sentenca que sdo calculados com base nas

estatisticas do texto.

2.2.1 Freqiiéncia das Palavras-chave (frequency keywords)

Esta métrica foi proposta por Luhn (1958) com o intuito de medir o grau de importancia de
uma palavra na caracterizacdo da sentenca a que pertence, a partir da frequéncia em que
aparece no texto. A hipotese é que um escritor normalmente repete certas palavras a medida
que ele avanca em sua argumentacdo ou quando redige um aspecto sobre determinado

assunto. Ainda segundo o autor, é muito pouco provavel que, em textos técnicos, uma
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palavra seja utilizada com diferentes significados ou que se utilize diferentes palavras para
representar um mesmo conceito. Se por questdes estéticas o autor do estudo faz um esforco
significativo em busca de sin6nimos, como hd quantidade limitada de palavras com sentido
correlato, chega um momento em que ele fica sem alternativas e acaba por repetir as palavras-

chave.

E importante observar, entretanto, que a proposicio “toda palavra com alta frequéncia
¢ uma palavra-chave” ndo é verdadeira. Palavras muito comuns, geralmente, possuem baixa
importancia, representando uma espécie de ruido do sistema. Palavras como artigos,
preposicdes ou conectivos sdo encontradas em grande quantidade nos mais diversos textos,
independente do tema que tratem, e ndo s@o importantes para a classificacdo destes
documentos. Estas palavras, comumente conhecidas como “stop-words”, foram abordadas na

secdo 2.1.1.2.

O célculo da frequéncia das palavras-chave para uma sentenga € derivado da andlise
das palavras que a compde. Sao dois aspectos a serem analisados: o cdlculo da frequéncia das
palavras que compdem a sentenga; e o cdlculo do fator que representa a distdncia entre as
palavras-chave. O célculo da frequéncia ¢é derivado da soma da frequéncia das palavras-chave
encontradas na sentenca (algumas das palavras mais frequentes sdo encontradas em conjunto
umas com as outras dentro de uma sentenga). J4 em relagdo ao fator da distancia entre as
palavras-chave, quanto maior o nimero de palavras com alta frequéncia ocorrendo
fisicamente préximas uma das outras, mais representativa € esta informagdo para o artigo.

Na Figura 2.8, os tracos (underline) representam as palavras nao relevantes e o “X”
representa as palavras relevantes de uma sentenga. O primeiro passo para o cdlculo da
distancia entre as palavras é diminuir o tamanho da sentenca para a posi¢do das palavras-

chave (relevantes) mais periféricas. A sentenca reduzida é representada na figura pelas

palavras no interior dos colchetes.

Figura 2.8 - Célculo da distincia das palavras de uma sentenca

= |
Palavras Relevantes (X)
C _IX _ XX _ _ _X}|_ )
123456738
Palavras ndo Relevantes ()




Capitulo 2 — Mineragdo de Texto 38

Neste ponto, o fator de importancia é calculado elevando-se ao quadrado a quantidade
de palavras relevantes (42). Em seguida, deve-se dividir este valor pelo nimero total de

palavras dentro dos colchetes (8), obtendo como resultado o nimero 2 (16/8).

2.2.2 Método das Palavras Sinalizadoras (cue method)

O calculo deste atributo baseia-se na hipdtese de que a provavel relevincia de uma sentenga é
afetada pela presenca de determinadas palavras, consideradas relevantes no dominio do texto
(cue words). O método utiliza um dicionario de cue words, com palavras previamente
selecionadas e divididas em trés grupos distintos: as palavras bonus (bonus words), que
representam as que sdo positivamente relevantes; as palavras stigma (stigma words) — que
representam as negativamente relevantes; e as palavras nulas (null words), que sdo
irrelevantes e devem ser ignoradas na contagem da frequéncia. Pesos negativos sdo atribuidos
a cada palavra das sentencas que conste entre as palavras stigma, enquanto pesos positivos sdo
atribuidos a cada palavra que conste na lista de palavras bonus. As palavras nulas sdo
ignoradas pelo processamento. O peso final da sentenca é formado pela média ponderada

entre valores negativos e positivos de suas palavras constituintes.

Os diciondrios s@o dependentes do contexto em que se encaixam as sentengas a serem
analisadas. Em textos cientificos, palavras como “método” ou ‘“resultado” serdo, muito
provavelmente, altamente significativas, devendo constar no diciondrio de palavras bonus. Se

utilizdssemos o dominio noticias de jornal, por exemplo, estas palavras ndo seriam relevantes.

O método permite variacdes, como a utilizagdo de frases ao invés de palavras. Quando
utilizadas frases, estas sdo tipicamente curtas e obtidas de vocabuldrio de documentos

relacionados a determinado contexto (HUI, 2002).

Teufel e Moens (1997) definiram, a partir da observagdo de sentengas chave em um
determinado corpus, um diciondrio de palavras com diferentes pesos. A classe de bonus foi
subdividida em tré€s diferentes grupos, com pesos distintos, enquanto as classes de palavras
nulas e de palavras stigma foram mantidas em apenas um grupo. Parte da lista definida pode

ser visualizada na Tabela 2.3.
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Tabela 2.3 - Dicionario de Palavras

e e 2.
Dicionario
Palavras Stigma [Palavras nulas Palavras Bonus
peso -1
frases  menos significantes — | frases de valor intermedidrio — peso | frases mais significantes —
peso 1 2 peso 3
for example // verbs a central problem above show concluding
example am ... a comparison was made above shows studies to evaluate
comments on an ... is a growing need elegant solution I have shown
comments on earlier | ... a limiting factor of experimental results I showed that
drafts funded by // articles my goal was to
thankful the would be interesting what interests me here
these little attention what interests us here we report on our work on
those ... no current we showed

2.2.3 Método da Localizacao (location method)

O calculo deste atributo, proposto inicialmente por Baxendale (1958), baseia-se na ideia de
que: (1) sentengas que ocorrem abaixo de certos titulos s@o positivamente relevantes; (2)
sentencas relevantes tendem a acontecer muito cedo ou muito tarde em um documento e em
seus pardgrafos. A primeira e a dltima sentenca de um pardgrafo ou do texto podem, por

conseguinte, conter suas ideias principais, sendo selecionadas como sentengas chave do texto.

Em seu experimento, Baxendale observou que, em uma amostra de 200 pardgrafos, a
sentenca principal encontrava-se na primeira posicdo em 85% dos casos, e na dltima posicdo
do pardgrafo em 7% dos casos. Nos 8% restantes, as informacdes relevantes encontravam-se
entre a primeira e a ultima posicdo de um mesmo pardgrafo. Apesar do valor pouco
significativo, o autor considerou a inclusdo da dltima sentenga do pardgrafo para manter a
coesdo textual, pois esta representava elo de ligacdo com a primeira senten¢a do pardgrafo

posterior (MARTINS, 2001).

Na operacionalizacdo do método, cada sentenca recebe um peso de acordo com a sua
presenca no inicio ou no fim do paragrafo, no inicio ou fim do documento, ou imediatamente
abaixo de um titulo de secdo. Em relacdo ao posicionamento das sentencas nos pardgrafos e

dos pardgrafos no texto, foram definidos quatro valores, conforme Quadro 2.8.

Quadro 2.8 - Defini¢@o de peso pelo método da localizagdo

(1 )primeiro pardgrafo — ordinal peso Ol;
(2)ultimo pardgrafo — ordinal peso O2;
(3 )primeira sentenca do pardgrafo — ordinal peso O3;

(4)ultima sentenca do pardgrafo — ordinal peso O4;
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Por fim, a peso da sentenga é incrementado se esta aparece abaixo de certos titulos ou

subtitulos de se¢do como, por exemplo, “resultados” ou “conclusdo”.

Segundo Inderjeet (1999), este método é dependente de contexto. A estratégia de se
obter o primeiro pardgrafo, por exemplo, funciona apenas em documentos do género noticias
e ndo necessariamente em todos os outros. Nenhuma técnica automatica foi elaborada para

definir o posicionamento 6timo das sentencas em cada um dos dominios.

2.2.4 Método das Palavras-chave no Titulo (title-keyword method )
A base do célculo deste atributo, proposto por Edmundson (1969), € o fato de que as palavras
constantes nos titulos e subtitulos do documento e de suas secdes, retiradas as “stop words”,

sdo as que melhor representam o tépico principal do texto.

A operacionalizacdo € similar ao método das palavras-chave, sendo a principal
mudanga o fato das palavras ndo mais serem selecionadas pela sua frequéncia no texto, mas

por estarem presentes ou ndo nos titulos e subtitulos do texto e de suas segdes.

2.2.5 Método da Palavra Tematica (ThematicWord Feature)
Este método tenta identificar as palavras-chave do texto — denominadas palavras temadticas.
Na teoria, sentencas contendo estas palavras temdticas conseguiriam caracterizar o

documento.

Para cada palavra é calculado um peso a partir de uma funcio especifica. Ao final, as
10 palavras com maior peso sdo escolhidas como temadticas. O cédlculo do peso da sentenga é

efetivado a partir da quantidade de palavras temdaticas encontradas na mesma.

Diversas sdo as fungdes utilizadas para cdlculo do peso das palavras. Teufel e Moens
(1997) estabeleceram o produto da frequéncia do termo (TF) pela frequéncia inversa do

documento (IDF) como func¢ao de cdlculo do valor deste atributo (Quadro 2.9).
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Quadro 2.9 - Férmula para Célculo do TF-IDF

score lw(= f, Ulog EIOO—EN C

glob

I et frequéncia da palavraw no documento
S giop: nimero de documentosque possuema palavraw
N : niimero de documentos na colecdo

Ja Pardo (2003), definiu como funcdo de célculo a frequéncia inversa da sentenca -
TF-ISF (LAROCCA NETO, 2000). Para o calculo da medida TF-ISF de uma dada palavra
(Quadro 2.10), sdo utilizadas a medida da frequéncia da palavra na sentenga — F(w), o nimero
de palavras na sentenca a que a palavra pertence — n, € o nimero de sentengas em que a

palavra aparece — S(w).

Quadro 2.10 - Férmula do Calculo do TF-ISF

TF— ISF tp 1= F Ly 28
S w]

2.2.6 Frase Auto-indicativa

Alguns documentos, especialmente os discursivos, podem conter estruturas que ocorrem
corriqueiramente e que, explicitamente, indicam que algo importante existe nas sentengas que
a contém. As frases “The purpose of this article is...” e “The results of this article show

that...” sao exemplos destas estruturas, denominadas frases auto-indicativas.

Paice (1990) definiu um método de selecdo destas frases auto-indicativas (self-
indicating phrases), com base na definicdo de sete estruturas bdésicas (templates). Os
templates foram identificados pelas letras A, B, C, D, E, F e G e compostos por uma
sequéncia esperada de palavras, os “paradigmas”. A partir destas estruturas sdo atribuidos
pesos a medida que sentencas do texto se enquadravam nestes modelos pré-definidos. A busca
por segmentos no texto que se adequem a uma destas estruturas forma a base para o processo

de identificagdo das frases auto-indicativas.



Capitulo 2 — Mineragdo de Texto 42

A identificac@o das frases é um processo de busca de padrdes no texto. A Figura 2.9
exibe um modelo de estrutura para indicadores do grupo B. As palavras encontradas na figura

representam os paradigmas, o simbolo “?” denota que este paradigma é opcional e os pesos de

~ . . 2
cada um sdo mostrados em niimeros sobrescritos (por exemplo, o valor - ).

Figura 2.9 - Estruturas para indicadores do grupo B (simplificado)
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Fonte: Paice (1990)

2

Cada palavra € representante de um grupo de palavras que podem aparecer em
determinado ponto da estrutura. As estruturas sio utilizadas com um conjunto de grupos de
palavras, sendo os paradigmas os membros chave dos grupos, conforme pode-se visualizar na

Tabela 2.4.

Tabela 2.4 - Lista de paradigmas e grupos de palavra-chave

Paradigma Grupo de Palavras-chave
Paper Paper, article, report, review, analys-, discussion, summar-, outline, presentation, essay, stud-, survey.
Method Method, means, model, technique, approach, process, program-, procedure, system, measure, formula,

function, idea (-2)
Result Result, outcome, finding, conclusion

Show Show, shew, reveal, demonstrate, confirm, prove, indicate, explain, illustrate, illuminate, clarify, make

clear, made clear, determine, discover, find, found, suggest (-2), propose (-2), argue (-2), see (-2).

We We, 1
How How, why, what, whether, that.
The Them, a, an, some, our (+2).

Fonte: Paice (1990).

Dois principais problemas sdo apontados neste método. O primeiro € que, apesar de
ser bastante util na maioria dos documentos, existe a possibilidade de ndo se encontrar
nenhuma frase auto-indicativa em determinados textos. O segundo é que, com alguma

frequéncia, frases que deveriam ser definidas como auto-indicativas podem conter em sua
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constitui¢do palavras que ndo fazem parte da lista de indicadores, o que acaba por
desconfigurar a instanciacio de determinado padrdo de estrutura pré-definido, dificultando a

identificacao.

2.2.7 Tamanho da Sentenca (Sentence Lenght)

O Cilculo deste atributo parte da hipétese de que as sentencas mais longas, normalmente,
apresentam maior conteido informativo sendo, portanto, mais relevantes (KUPIEC et al.,
1995). As sentencas sdo atribuidos pesos proporcionais ao tamanho, sendo definido um valor

prévio de corte (5 palavras, por exemplo).

Na abordagem conexionista de Pardo (2003), as sentengas sdo enquadradas em uma
escala com 4 patamares (Figura 2.10), onde sdo considerados o tamanho médio das sentencas

do texto e o tamanho da maior sentenca do texto.

Figura 2.10 - Patamares de tamanho das sentencas

I Patamar 1 I Patamar 2 Patamar 3 I Patamar 4 I
I I I I I
0 Meédia/2 Meédia Meédia + Média/2 Maior

2.2.8 Presenca de Palavras da ‘““Gist Sentence’” na Sentenca

O célculo do peso proposto por Pardo (2002) se utiliza dos métodos de frequéncia das
palavras (TCHEMRA, 2009) e do TS-ISF (LAROCCA NETO,. 2000) para definir a sentenca
com maior pontuacdo do texto, a qual, a0 menos teoricamente, representaria a ideia principal
do texto. Esta sentenca € denominada sentenca-gist do texto. A partir deste ponto sdo

selecionadas todas as sentengas do texto que:

~ . 4 ~ .
(1) possuam pelo menos uma das formas candnicas’ que compde a sentenca-gist;
(2) possuam uma pontuacdo maior do que a média da pontuacdo de todas as sentencas

do texto.

4 Para alcancar a forma candnica de uma palavra, basta reduzir os verbos para o infinitivo e os substantivos e
adjetivos para o masculino singular
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2.2.9 Método da Inicial Maitscula (UppercaseWord Feature)

Segundo Kupiec (1995), nomes préprios sdao frequentemente importantes para definicdo das
sentencas relevantes. O passo inicial é a criagdo de uma lista de palavras iniciadas com letra
maitscula que ndo iniciem sentengas, que ocorram diversas vezes e que nao sejam unidades
de medida ou abreviaturas. O cdlculo dos pesos das sentengas € feito com base na quantidade
de palavras constituintes que se encontram na lista de palavras previamente definida, sendo
que as sentencas em que uma palavra da lista foi encontrada pela primeira vez tem peso

dobrado em relagdo as outras sentencgas que possuem esta mesma palavra.

2.2.10 Métodos da Linha Base (baseline) e da Média da Conectividade Léxica (average
lexical connectivity)

O método da linha base e da média da conectividade 1éxica foram propostos por Lin (1999). O
primeiro estabelece que o peso de cada sentenca € baseado na sua posi¢do no texto como um

todo, sendo que a primeira sentenca possui o maior valor e a dltima o menor valor.

O segundo método pressupde que a sentenca que compartilha muitos termos com
outras sentencas € importante e, por conseguinte, define o peso da sentenca com base no
ndmero de termos compartilhados entre esta e as demais, dividido pelo nimero total de

sentencas do texto.

2.3 CONSIDERACOES FINAIS

Neste capitulo apresentamos um resumo das técnicas de mineragdo de texto que serdo
aplicadas no método de sumarizacdo de texto desenvolvido neste estudo, desde a etapa de pré-
processamento do documento textual até a descricio do funcionamento dos algoritmos de

classificagdo de texto.

Apresentamos, ainda, os indicadores que serdo utilizados para medir o desempenho do
algoritmo desenvolvido — abrangéncia e precisdo, e os principais atributos de caracterizacio

de sentenca encontrados na literatura.
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Capitulo

BBl Anilise do Artigo Cientifico

Este serd analisada a estrutura do artigo cientifico com base em dois

aspectos: a forma de organizacdo do conteiido em secdes do texto; e a
organizacdo em relacdo ao seu modelo estilistico, que define a aparéncia do

documento e formatagdo visual do texto.

De uma forma geral, podemos caracterizar estruturalmente os textos cientificos sob dois
aspectos: o da organizacgdo hierdrquica do contetido, que divide o texto em se¢des logicas e
suas subsecdes, e o das normas estilisticas de escrita, que se preocupam com a aparéncia do
documento e utilizam conceitos como margens da pagina, espacamentos de linhas, tipos e

formatacdo de letras.

Por padrio, os artigos cientificos publicados em congressos, independente da drea de
conhecimento, seguem um modelo de submissdo onde estdo descritas as normas que devem
ser observadas pelos autores na escrita do documento. O que se percebe, entretanto, € que a
maioria dos congressos e semindrios enfocam demasiadamente o aspecto estilistico do texto,

em detrimento da organizagao hierarquica do contetdo.

Grande parte dos autores de artigos cientificos ainda ndo atentaram para os beneficios
advindos da utilizagdo de um padrdo para escrita do contetido de artigos cientificos. A
padronizacdo de secdes e subsecdes facilita a localizacdo da informagdo no documento pelos
seres humanos e incrementa a performance dos algoritmos de extracdo da informacio,
tornando mais eficiente o processamento das informacdes pelos computadores. Com o
crescimento exponencial da producdo cientifica, a organizagdo do contetido se apresenta
como um auxilio considerdvel aos pesquisadores na tarefa de ler o conjunto de artigos

publicados em sua area de interesse (DE WAARD, 2007).

3.1 ANALISE DAS NORMAS ESTILISTICAS DE ESCRITA

Como visto na secio anterior, de uma forma geral, a principal preocupacio das chamadas para

publicacdo de estudos em eventos, sobretudo em Computagdo, é a definicdo estética, o visual
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do artigo. Para corroborar esta afirmacao, analisamos alguns dos principais modelos utilizados

na chamada de trabalhos de eventos na area, os quais:
(1)IEEE Manuscript Templates for Conference ProceedingsS;
(2)Modelo SBC®;
(3)SMC 2009 — IEEE Xplore;
(4)SPRINGER®;
(5 TRANSMAG’;

(6)Official ACM Proceedings Format'®

A andlise do primeiro modelo, “IEEE Manuscript Templates for Conference
Proceedings”, exibe a diretriz adotada pelos editores, que priorizam quase que exclusivamente
detalhes de formatacdo do texto. Sdo encontradas determinagdes de como devem ser escritos
os titulos ou de como deve ser estruturado o corpo do artigo, em uma ou duas colunas. O
modelo da SBC segue a mesma direcio do anterior e trata com primazia itens como a
definicdo do tamanho e do tipo da letra a ser utilizado e o formato do papel. Os modelos SMC
2009 e Transmag da IEEE, o modelo de publicacdo da Springer e da ACM seguem as mesmas

diretrizes dos outros analisados.

Nestes modelos, pouco se observa em relacdo a organizacdo hierdrquica do contetdo.
Neste sentido s@o encontradas apenas restricdes superficiais relativas a parte inicial dos
documentos, como a defini¢do do titulo, subtitulo, autores, resumo e palavras chaves, que
estdo presentes em praticamente todos os modelos analisados. Definicdo das secdes do corpo

do texto, entretanto, ndo sdo contempladas.

A estrutura dos modelos analisados, com a identificacdo dos itens definidos e a

http://ieeec.com/portal/cms_docs_iportals/iportals/publications/pubservices/confpub/auxfilessMSW_A4
format.doc — acessado em 18/6/2009 as 00:30

6__ http://www.sbc.org.br/index.php?language=1&content=downloads&id=286 — acessado em 18/6/2009 as
00:30

7 http://www.ieee.org/publications_standards/publications/authors/authors_journals.html — acessado em
18/6/2009 as 00:30

8 http://www.springer.com/cda/content/document/cda_downloaddocument/word.zip?SGWID=0-0-45-72919-0
—acessado em 18/6/2009 as 00:30

9__ http://www.ieee.org/portal/cms_docs_iportals/iportals/publications/journmag/transactions/Transmag.doc - —
acessado em 18/6/2009 as 00:30

10_http://www.acm.org/sigs/publications/pubform.doc - — acessado em 18/6/2009 as 00:30
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sequéncia em que aparecem em cada documento, é exibida na Tabela 3.1.

Tabela 3.1 - Andlise de modelos para publicacdo de artigos

IEEE SBC SMC2009 Springer Transmag ACM

Cabecalho - - 1 -
Titulo 1 1 1 1 2 1
Sub-titulo 2 - 2 2 - -
Autores - 2 - 3 3 -
Afiliagao - 3 - 4 4

Autor + Afiliacao 3 - 3 - - 2
Resumo 4 4 4 5 5 3
Palavras-chave 5 - 5 6 6 6
Descricao da Categoria e - - - - - 4
Assunto

Termos Gerais - - - - - 5
Rodapé - - 6 - - -

3.2 ORGANIZACAO DO CONTEUDO EM ARTIGOS CIENTIFICOS

Enquanto os artigos em Computag@o padronizam poucos itens de organizag¢do do contetido do
artigo, outras dreas de conhecimento avangam para um modelo onde se¢des do corpo do
documento s@o definidas, a exemplo dos estudos em satide. Estes trabalhos costumam
apresentar seu contetdo estruturado em quatro se¢des, baseadas em um modelo denominado
IMRaD: Introducdo, Método, Resultados e Discussdo. Este modelo segue o critério
estabelecido pelo Comité Internacional dos Editores de Jornais Médicos (ICME, 2009), que

afirma:

O texto de artigos observacionais e experimentais € geralmente (mas ndo
necessariamente) dividido em secdes com os titulos Introducdo, Métodos,
Resultados e Discussdo. A chamada "estrutura IMRAD" ndo é simplesmente um
formato de publicacdo arbitrdrio, mas sim uma reflexdo direta do processo de
descoberta cientifica. Artigos longos podem necessitar de subtitulos dentro de
algumas segdes (especialmente Resultados e Discussdo) para esclarecer seu
contetido. Outros tipos de artigos, como relatos de casos, revisdes e editoriais,
provavelmente precisardo ser formatados de modo diferente.

O experimento desenvolvido por Teufel e Moens (2002) evidenciou a diferenga de
abordagem entre estas duas dreas. O resultado exposto na tabela 3.2 permite observar o
quanto a estrutura do conteudo estd estabelecida na drea de Cardiologia (satde), onde quase a
totalidade dos artigos segue uma padronizacdo de divisdo em se¢des, em contraposi¢do a area
de Lingiifstica Computacional, onde a preocupacio com a organizacido do contetido ndo € tdo

presente.
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Tabela 3.2 - Andlise estatistica da estrutura de artigos cientificos

Linguistica Computacional (80 artigos) Cardiologia (103 artigos)

Secio Frequéncia Secdo Frequéncia
Introdugao 63 79,00% Introdugao 103 100,00%
Conclusiao 47 59,00% Resultado 97 94,00%
Discussao 13 16,00% Discussao 97 94,00%
Resultado 16 20,00% Método 95 92,00%
Método - - Conclusio 44 42,00%

Fonte: Teufel e Moens (2002).

Para confirmar a observacdo de Teufel e Moens (2002), selecionamos aleatoriamente,
em bases de dados da internet, um conjunto de 33 artigos da drea de computacdo, redigidos
por 82 diferentes autores. Utilizando o modelo IMRaD como base de observagao, verificamos
que nenhum dos artigos selecionados possuia uma se¢@o descrevendo o método. Ja a secdo de

introdugdo estavam presentes em quase todos os artigos (94%) (Tabela 3.3).

Tabela 3.3 - Andlise da estrutura de artigos em Ciéncia da Computacdo

Area: Ciéncia da Computacio (33 artigos)

Secao Secao
Introducdo 94,00%
Conclusio/Discussido 91,00%
Resultado 15,00%
Método 0,00%

3.3 POR QUE PADRONIZAR AS SECOES DO CORPO DO ARTIGO

A principal vantagem de se utilizar uma estrutura padrdo de secdes para os artigos € a
tendéncia que esta abordagem tem de agregar sentencas de propdsito semelhante em uma
mesma regido do artigo. De Waard (2007) elencou caracteristicas das sentengas presentes em

cada uma das sec¢des padrio do texto cientifico, que aqui sdo exibidas na Tabela 3.4.

Tabela 3.4 - Descritivo de Se¢des do artigo cientifico

‘ Sentencas que ..

Secao
Posicionem o presente topico de pesquisa
Introdugao Posicionem a questdo central da pesquisa
(Provejam uma linha de como seguir)
Método Descrevam os métodos usados
Fornegam provas para principal argumentagdo
Resultados sam p para p ~p g s
(Interpretem as implicag¢des do trabalho)
Avaliem as alegagdes a luz dos resultados levantados e trabalhos relacionados
Discussao (Sumarizem o trabalho Atual)

(Discorram sobre os proximos passos)
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E importante salientar que o fato de se utilizar as quatro se¢des exibidas na Tabela 3.4
como padrdo de organizacdo do artigo ndo implica, por exemplo, que todos os resultados do
estudo estejam localizados dentro da secao resultados. O que se pretende € aglomerar a maior
parte dos resultados nesta se¢do. Na Tabela 3.5, que tem como fonte experimento realizado
por De Waard (2007), podemos observar que das 284 sentengas que indicavam resultado,

aproximadamente 81% foram localizadas na se¢do Resultados.

Tabela 3.5 - Numero de segmentos (linhas) em cada se¢@o (colunas)

Introduction Method Results Discussion Total
Fact 63 0 104 37 204
Problem 20 0 10 15 45
Goal 2 0 72 6 90
Method 2 All 129 6 137
Result 10 0 230 44 284
Implication 14 0 100 36 150
Hypothesis 10 - 33 26 69
Total 121 0 678 170 979

Fonte: De Waard (2007).

O experimento de Cruzes (2007), assim como o de De Waard (2007), identificou

agrupamento de sentencas indicando resultado na secdo de mesmo nome, conforme exibido

na Tabela 3.5.

Tabela 3.6 - Distribui¢do dos resultados encontrados em artigos por sessdo

Secdo Resultados do Artigo Resultados de Outros Artigos
Discussao e Conclusdo 32,93% 5,56%
Resultados Experimentais 56,10% 15,28%
Introducdo 20,83%
Método 9,15% 8,33%
Trabalhos Relacionados 50%

Fonte: Cruzes (2007).

O agrupamento de sentencas de propositos correlatos, em se¢des que possam ser
identificadas automaticamente no texto, atuaria positivamente no processamento

computacional destas informacdes.

3.4 ANOTACAO DE ARTIGOS CIENTIFICOS

Apesar da imensa maioria dos textos cientificos ja escritos ndo possuir qualquer anotagio
semantica do seu conteddo, diversos pesquisadores vem desenvolvendo técnicas de anotacio
manual, com o intuito de prover processamento automaitico das informacdes, de forma

transparente ao ser humano e com indice de erro préximo a zero.
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Marcondes (2005) propde a criagdo e utilizagdo de uma ontologia para os artigos
cientificos, de forma que as sentencas fossem instanciadas nesta estrutura, tornando
transparente o processamento do texto e incrementando as operacdes voltadas a extracdo da
informag@o. Ha ainda pesquisadores que defendem o uso da linguagem XML, a maioria para
representar caracteristicas especificas de modalidades cientificas, como Murray-Rust (1999),
que propde a Linguagem de Marcagdo Quimica (CML — Chemical Markup Language) e,
mais recentemente, a Linguagem de Marcag¢do Cientifica Técnica e Média (STMML -
Scientific Technical and Medical Markup Language) (MURRAY-RUST, 2002). H4 ainda o
trabalho de Hucka (2009), que propde a linguagem de marcacido de Sistemas Bioldgicos

(SBML - System Biology Markup Language).

A utilizacdo de uma marcagdo explicita das sentencas resolveria o problema do
processamento automdtico dos textos cientificos. Entretanto, apesar da quantidade de artigos
publicados sobre o tema ter crescido nos ultimos anos (o artigo de Hucka (2009) ja possui
mais de 500 citag()es“), o percentual de artigos anotados € insignificante em relacdo ao

universo de trabalhos.

3.5 DISCUSSAO

Ainda hoje, ignorando o avango das técnicas de Mineracdo de Texto e recuperacdo da
informacdo, grande parte dos autores demonstram preocupacdo apenas na formatacio visual
dos seus artigos, tornando-os atraentes ao trato humano, mas dificultando o processamento

por computadores

Em algumas dreas, como a da Sadde, os pesquisadores jd utilizam um padrio
estrutural para escrita de conteido, melhorando os resultados do processamento
computacional dos textos e tornando mais rdpida a localizacdo das informagdes por parte dos
leitores. J4 em outras dreas, como a Ciéncia da Computacdo, percebe-se que ndo hia um
padrio definido, fato que foi enunciado por Teufel e Moens (2002) e confirmado neste estudo

através da selecdo e andlise de 33 artigos da drea, conforme resultado exibido na Tabela 3.3.

Como alternativa a aglomerag@o de sentengas de mesmo propdsito em determinadas
secdes do texto (padronizacdo na escrita do conteido), seria possivel efetuar a anotacio

semantica das sentencas durante a escrita do artigo, de forma a permitir o intercambio das

11 Segundo informacdes obtidas em
http://esciencenews.com/articles/2010/03/02/after.5.years.free.systems.biology.markup.language.has.proven.

popular
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informagdes entre ferramentas computacionais sem necessidade de intervengdo humana. Esta
abordagem, entretanto, demandaria considerdvel esforco adicional dos pesquisadores na

escrita dos seus trabalhos.

3.6 CONCLUSAO
A falta de estrutura definida na escrita do contetido de artigos cientificos de engenharia de
software, evidenciada na andlise realizada neste capitulo, age como fator dificultador no

processo de classificagdo automadtica das sentengas do texto.

Em relagdo a énfase dada a formatacdo apenas do estilo do texto, encontrada em todos
os modelos analisados, o que se percebeu é que além de ndo auxiliar na categorizacdo das
sentencas, atua como agente dificultador em funcio dos ruidos gerados no texto pelas marcas

de formatacao.
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Capitulo

B Classificacdo de Sentengas

’ Neste capitulo serdo analisados os trabalhos de Teufel (1999),

Ibekwe-SanJuan (2008) e Agarwal (2009), que abordam a classificacdo das
sentencas do texto completo do artigo cientifico, em relacdo a sua
implementacdo e indices de abrangéncia e precisdo na classificacdo de
sentengas de artigos cientificos. Serdo, ainda, apresentados os resultados de
testes realizados sobre a performance destas trés técnicas, de forma a
identificar a possibilidade de utilizacdo na localizagdo de resultados de

artigos em ES.

O universo de estudos que tratam sobre classificacdo de sentengas do texto em relagcdo ao seu
propdsito € restrito. Neste contexto, encontramos trabalhos que tratam de textos com
conteidos bastante divergentes, como o de Hachey (2005), que utiliza diversas técnicas
baseadas em aprendizado de mdaquina para definir o status retdrico das sentengas de um
corpus formado por documentos da drea juridica, ou o de Khoo (2006), que propde a
classificag@o de sentengas de um corpus de e-mails de helpdesk em categorias relacionadas ao
dominio, como instrugdo, questdes e resposta. H4, ainda, a categoria de trabalhos com énfase
na andlise de sentencas de textos cientificos, que serdo analisados mais detalhadamente por

tratarem especificamente do tema alvo desta dissertacao.

Para uma melhor avaliag¢do, dividimos os estudos que analisam as sentencas do texto
cientifico de acordo com o escopo de texto a ser classificado. A maior parte dos trabalhos
encontrados tinha como alvo de classificacdo apenas as sentencas constantes no resumo
(abstract) dos artigos, conquanto uma minoria atuava sobre o texto completo do artigo

cientifico.

As pesquisas de McKnight (2003), Ruch (2007), Xu (2006) e Tbahriti (2004),
utilizaram diferentes técnicas para a classificacio de sentencas presentes em resumos
(abstracts) ndo estruturados de artigos do banco de dados da drea de saide. J4 os trabalhos de

Teufel (1999), Ibekwe-SanJuan (2008) e Agarwal (2009), trataram da classificagdo do texto
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completo dos artigos cientificos da drea de saide e, por conseguinte, foram selecionados e

avaliados nas se¢Oes subsequentes.

4.1 ARGUMENTACAO BASEADA EM DISCURSO EM ARTIGOS CIENTIFICOS

O trabalho desenvolvido por Teufel (1999), apesar de ter como objetivo promover a melhoria
em um método de criacdo automatica de resumos de artigos, foi um dos primeiros sobre a
identificacio automdtica do propdsito de uma sentenca em um artigo cientifico. E importante
ressaltar que, para a definicdo das categorias do discurso, o estudo nio se baseou no modelo
IMRaD. As classes foram definidas pela autora segundo critérios préoprios, sendo agrupadas
em dois esquemas: um bdsico, formado por trés elementos, e outro completo, que adiciona
outros quatro elementos aos ja existentes (Tabela 4.1). A constru¢do de um corpus anotado
composto por 80 artigos da drea de linguistica computacional também foi contribuicio

relevante deste trabalho.

Tabela 4.1 - Categorias para classificacdo de Sentencas do texto cientifico

Esquema  Background Sentengas que descrevem algum informacdes de contexto. Esquema

Basico Completo
Other Sentencas que descrevem aspectos especificos de outras pesquisas de uma forma

neutra (excluindo as sentengas definidas como CONTRAST e BASIS)

Own Sentencas que descrevem qualquer dos aspectos do préprio trabalho apresentado no
artigo — exceto o que é coberto pelos topicos AIM e TEXTUAL como, por exemplo,

detalhes da solugdo (metodologia), limitagdes e trabalhos futuros.

Aim Sentencas que enquadram melhor o principal objetivo de pesquisa do artigo.
Textual Pedacos de texto explicitamente sobre a estrutura de segdes do texto do artigo
Contrast Sentencas que contrapdem o trabalho atual com outros trabalhos; sentencas que

indicam pontos fracos no trabalho; sentengas que afirmam que a investiga¢ao do
presente trabalho nunca foi antes estudada; comparacoes diretas.
Basis Sentencas em que o proprio trabalho usa outros trabalhos como base ou ponto de

partida, ou é suportado por este outro trabalho.

Fonte: Teufell (1999).

O estudo propde a definicio de um conjunto de caracteristicas que definem diversos
aspectos das sentengas (Tabela 4.2). A partir do conjunto de valores atribuidos a cada

sentencga, seria possivel determinar em que categoria a mesma se enquadra.

Utilizando o algoritmo Naive Bayes como base do classificador automatico, Teufel
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apresentou resultados que corroboram a possibilidade de se automatizar o processo de
anotacdo semantica das sentengas. A pesquisadora aponta como relevante o fato de 81% das
sentencas pertencentes a categoria “OWN” terem sido classificadas corretamente (precisio) e

de 91% do total de ocorréncias existentes no texto terem sido localizadas (abrangéncia).

Tabela 4.2 - Caracteristicas das Sentencas do texto cientifico

Tipo da Caracteristica

Valores Possiveis

Tipo do cabecalho da secdo corrente

Posicao relativa da sentenga dentro do paragrafo
Posigido relativa da sentenga dentro da secao

Localizagdo relativa — o artigo é dividido em dez
segmentos iguais.

A sentenga contém uma citagdo ou o nome de um autor
contido na lista de referéncia?

A senten¢a contém uma auto citagdo

Tempo Verbal (associado ao primeiro verbo finito na
sentenca)

Modal auxiliares
Voz
Negacdo

Tipo de acdo do primeiro verbo da sentenga. O verbo
indica...

Tipo de Agente
Type of formulaic expression ocurring in the sentence

A sentenca contém palavras-chave definidas pela
métrica TF/IDF?

A sentenca contém palavras que ocorrem no titulo ou
cabecalhos?

"introduction”, "data", "result”, "metbod", "conclusion" e
"introduction”

Inicio, meio, fim
Primeira, segunda ...

1-10

Citagao, nome do autor ou nenhuma

Sim, ndo

Presente, Passado, Presente Perfeito, Passado Perfeito,
Fututo ou nenhum

Presente ou ndo
Ativa ou passiva
Presente ou ndo

Emogio, argumentacdo, conhecimento, uma melhor solucéo,
mudanca, comparagdo, contraste, interesse futuro, interesse,
necessidade, apresentacdo de algo, problema, pesquisa, algo
andlogo, solucdo, estrutura do texto, uso, "copula",
"possession”

Autor, outro ou nenhum
18 diferentes tipos

Sim ou ndo

Sim ou ndo

Fonte: Adaptada de Teufell (1999).

Agrupando as informagdes de precisdo e abrangéncia com a frequéncia da quantidade
de sentencas em cada categoria no texto (Tabela 4.3.), observamos que o mais relevante
resultado apontado aparenta ser consequéncia da grande quantidade de sentencas definidas na
categoria “OWN”. Se o algoritmo de classificagdo definisse todas as sentencgas do texto como
pertencentes a esta categoria especifica, ao final do experimento, obteriamos 69,4% de acerto
e 100% de abrangéncia, resultado consideravelmente superior ao encontrado para outras
categorias do estudo. E interessante ressaltar que os indices encontrados para categorias como

“AIM”, “TEXTUAL” e “OTHER”, que beiram os 50%, sdo extremamente positivos.

Naio foi possivel efetuar testes sobre o método de Teufel utilizando o corpus de artigos

anotados construido por Cruzes (2007), uma vez que o algoritmo nao foi disponibilizado para
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nossa pesquisa pelos autores do trabalho.

Tabela 4.3 - Precisdo e Abrangéncia do algoritmo de Teufel

Categoria Precisdo Abrangéncia Frequéncia no texto
AIM 48,00% 56,00% 2,40%
CONTRAST 37,00% 13,00% 4,40%
TEXTUAL 55,00% 52,00% 0,90%
OWN 81,00% 91,00% 69,40%
BACKGROUND 38,00% 41,00% 5,70%
BASIS 21,00% 45,00% 1,40%
OTHER 47,00% 23,00% 15,80%

Fonte: Teufel (1999).

4.2 IDENTIFICANDO INFORMACOES ESTRATEGICAS EM ARTIGOS
CIENTIFICOS

O principal objetivo de Ibekwe-SanJuan (2008) foi o de auxiliar os usudrios a identificar mais
rapidamente as principais informagdes presentes no texto cientifico, a partir de elementos
especificos associados as sentencas. A autora definiu uma série de gramdticas locais para
anotacdo automdtica e classificagdo das sentengas de acordo com o seu status retdrico. Para
tanto, foram definidas oito categorias: objetivo, coisas novas, resultados, descobertas,

hipdteses, conclusdes, trabalhos relacionados, trabalhos futuros.

As gramadticas de Ibekwe-SanJuan (2008) foram desenvolvidas utilizando como
ferramenta o Software UNITEX'? e como conjunto de testes uma colegdo de artigos oriundos
de trés diferentes dreas de conhecimento: Biologia Quantitativa, Ciéncias da Informagao e

Astronomia.

Em funcdo das variacdes que podem ocorrer em diferentes niveis linguisticos da
escrita (morfoldgico, sintatico, léxico e seméintico), parte dos autdomatos construidos para
representar os padrdes 1éxico-sintdticos utilizaram, de forma combinada, dados destes quatro

grupos citados. A Tabela 4.4. apresenta exemplos de alguns dos padrdes definidos pela autora.

Utilizando a base de artigos anotados montada por Cruzes (2007), baseada em artigos
da Area de Testes de Software e escritos em inglés, foi executado um experimento para testar
a eficicia do autdmato no reconhecimento de sentencas indicando “Resultados”. Foram

utilizados 7 artigos, compostos por 2617 sentengas. Destas, o algoritmo de Ibekwe-SanJuan

12 http://www-igm.univ-mlv.fr/~unitex/
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classificou 264 como “Resultados”, sendo 25 de forma correta e 239 incorretamente, gerando

um indice de acerto de 9,47%.

Tabela 4.4 - Exemplo de Padrdes 1éxico-sintaticos

Tipo de Informaciao

Padroes

Objetivo

In this_{articlelpaperlstudylresearchiwork}...

We_{examinelinvestigateldescribelpresentloutlinelintroducelconsider}....

DET_{motivation:laimlgoallobjective}...

Coisas Novas

Here, we propose a novel (...) approach...

This analysis reveals...

Emerging evidence suggests that...

Interestingly, our results indicate that...

Hipdteses

DET_NP_{maylmight} {ADVIV_NP}...

Our findings support the view that...

DET_NP_can_{VINP.}..

Trabalhos Futuros

{FurtherlFuturelmore}_ { worklinvestigationlobservation}_<verb>...

Table

Fonte: Ibekwe-SanJuan (2008).

Ibekwe-SanJuan ndo explicita, em seu artigo, os indices de acerto e abrangé€ncia

obtidos com o experimento, motivo pelo qual ndo € possivel realizar uma comparacdo com o

resultado encontrado em nosso teste. Pressupde-se, entretanto, que por utilizar artigos de

ciéncias experimentais, que respeitam com mais rigidez as divisdes retoricas das publicacdes

cientificas, o resultado encontrado pela autora tem razodvel possibilidade de ter indices de

acerto superiores aos do experimento realizado neste trabalho.

4.3 CLASSIFICACAO AUTOMATICA DE SENTENCAS EM TEXTOS
COMPLETOS DE ARTIGOS

O trabalho de Agarwal (2009) ¢é voltado especificamente para a classificagdo de sentengas de

textos completos de artigos cientificos da drea biomédica. Para tanto, utiliza-se das quatro
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categorias tipicamente encontradas em textos deste género e constantes no padrdo IMRaD. O
objetivo do estudo é, através da classificagdo das sentengas, auxiliar no desempenho de tarefas
relacionadas a mineracdo de textos, como extra¢do da informagdo e constru¢do automadtica de
resumos. O estudo utiliza-se de abordagens baseadas em regras e em aprendizado de maquina
para a classificagdo automadtica das sentengas. A base de dados de testes é formada por oito

artigos da area biomédica, compostos por 1250 sentencas.

Pode-se dividir o estudo realizado em duas etapas: a primeira que trata da criagdo do
corpus anotado de sentencas; e a segunda, que trata das tarefas de classificacdo automatica.
Para avaliar a qualidade da anotagdo das sentencas, Agarwal determinou que cada texto fosse
analisado por trés diferentes bidlogos e estabeleceu um indicador, ao qual chamou de grau de
confianga da anotagdo. A este indicador era atribuido, por cada bidlogo, um de trés valores:
alto — se o responsdvel pela anotacdo estivesse certo de que a sentenca pertencia a uma classe
especifica; médio — se ficasse incerto entre duas classes; e baixo — se a incerteza fosse entre
trés ou mais categorias. O percentual de concorddncia entre os avaliadores para sentencas
definidas com grau de confianca alto foi de 88,2%, para as classificadas como introdugdo,
94,3%, das classificadas como método, 90,7%, das definidas como resultado, e 84,6%, das

classificadas como discussao.

Como resultado da classificacdo automadtica das sentencas, parte da segunda etapa, o
autor afirma ter alcancado 81,04% de abrangéncia e 80,73% de precisdo, conforme exibido na

Tabela 4.5.

Tabela 4.5 - Resultado do experimento de classificacdo das sentengas

Acuracia Introducio Método Resultados Discussao Média
81,04% A:878 A: 88,0 A:76,7 A:533 A: 81,04
P: 83,7 P: 82,0 P:715 P: 75,0 P: 80,73

Fonte: Agarwal (2009).

Nota: (Legenda: A — Abrangéncia e P - Precis@o)

Uma andlise aprofundada do algoritmo de Agarwal permite desvendar o seu modo de
funcionamento. O método utiliza um conjunto de 2504 palavras oriundas do conjunto de
sentencgas utilizado no experimento realizado pelo autor. Os padrdes para classificagdo sdo
definidos pela combina¢do da presenca ou auséncia de elementos deste conjunto de palavras

nas sentencas.

A tabela 4.6 exibe alguns dos termos oriundos do conjunto utilizado por Agarwal.
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Através da andlise destes nimeros percebe-se, por exemplo, que do total de ocorréncias da
palavra “table”, considerando o conjunto completo de sentencas, 93,02% foram em
sentencas que indicavam resultado e, do total de sentengas que indicavam resultado, 14,65%
eram compostas pela palavra “table”. Desta forma, é provavel que a utilizagdo deste termo

auxilie na classificacdo de sentencas que indiquem resultado.

Tabela 4.6 - Andlise de termos retirados do Corpus de Agarwal

Termo Percentual de ocorréncia do termo em Percentual das sentencas que indicam
sentencas que indicam resultado resultado que possuem esta palavra

Table 93,02% 14,65%
Significantly 81,25% 9,52%
Figure 100,00% 6,23%
Showed 90,00% 6,59%
Higher 64,10% 9,16%
Observed 67,86% 6,96%
Compared to 62,07% 6,59%
Was not 64,29% 3,30%
respectively 61,54% 5,86%
Detected 66,67% 3,66%

Assim como no teste realizado com o método de Ibekwe-SanJuan (2008), utilizamos o
corpus anotado de Cruzes (2007) para testar o método proposto por Agarwal. Selecionamos,
neste corpus, 60 sentencgas categorizadas como resultado, e efetuamos testes de classificagio
em ferramenta disponibilizada pelo Autor'’. O resultado do experimento, que mostra o

resultado do processo de classificagdo, pode ser visualizado na Tabela 4.7.

Tabela 4.7 - Classificagdo de Sentencas utilizando o método de Agarwal

Discussao Método Background Resultado
Quantidade 4 4 37 15
Porcentagem 6,67% 6,67% 61,67% 25,00%

A andlise dos dados mostra que apenas 25% dos resultados foram classificados

corretamente, valor bastante distinto do resultado de 77,5% encontrado pelo autor para esta

13 Disponibilizado em http://wood.ims.uwm.edu/full text classifier, acessado em 10/11/2009 as 16:30
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mesma classe (Tabela 4.5).

De modo a identificar a causa da divergéncia dos resultados encontrados entre os
testes de Agarwal e o realizado neste trabalho, resolveu-se ndo apenas efetuar um teste de alto
nivel na ferramente disponibilizada, mas avaliar detalhadamente o funcionamento do método
proposto, identificando os termos presentes no conjunto utilizado e a sua importancia na

classificacdo de cada tipo de sentenca.

O primeiro passo foi reduzir a dimensionalidade do conjunto de palavras utilizado por
Agarwal. Desta forma, os 2504 termos inicialmente listados por Agarwal foram reduzidos
para 289, apds a eliminag@o das palavras pouco representativas — aquelas com menos de 1%

do total de ocorréncias em relacdo ao total de palavras do conjunto.

A segunda etapa consistiu em calcular a frequéncia de cada um destes termos nas
sentencas que indicavam resultados e as que nao representavam resultados, de forma a definir

o grau de importancia de cada termo na classificacio da sentenca.

A andlise da presencga ou ndo dos termos em cada tipo de sentenga mostrou que dos
289 termos inicialmente selecionados, 139 possuiam entre 0 e 15% das ocorréncias em
sentengas classificadas como resultado; 78 entre 25,01% e 50%; 50 termos possuiam entre
50,01% e 75% e 22 termos tinham de 75,01% a 100% de suas ocorréncias concentradas nos

resultados. Alguns dos termos e seus percentuais podem ser observados na Tabela 4.8.

Tabela 4.8 - Importancia dos termos na definicdo da categoria das sentencas

Termo Percentual de ocorréncia do termo em Percentual das sentencas que indicam
sentencas que indicam resultado resultado que possuem esta palavra

Higher 50,00% 10,00%
Seen 66,67% 10,00%
Tend 50,00% 5,00%
Sized 100,00% 5,00%
Susceptible 100,00% 5,00%
Possibly 100,00% 5,00%
Compared 60,00% 6,67%
More 50,00% 18,18%
Much 80,00% 7.27%

Figure 30,00% 16,36%
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A etapa final consistiu em gerar um conjunto de termos composto por 1116 sentengas,
utilizando artigos do corpus de Cruzes como base. O objetivo foi o de comparar os termos que
caracterizavam resultados presentes da lista de Agarwal com os desta lista montada do corpus
de Cruzes e observar se eram coincidentes. O resultado demonstrou que apenas 10% das

palavras dos conjuntos era coincidentes.

N

Em tese, foi possivel perceber que termos ligados a comparacdo, probabilidade e
nimeros sdo uteis no auxilio a classificagdo das sentencas que indicam resultado,
independente do contexto dos artigos. Por outro lado, a maior parte dos termos aparentou ser
dependente de contexto. Houve termos que, no corpus de Agarwall, apresentavam todas as
suas ocorréncias em sentencas que indicavam resultados e no de Cruzes tinham 70% de suas

ocorréncias concentradas em sentencas que ndo indicavam resultados.

O que se percebeu com a andlise do Corpus de Cruzes € que a informacéo diretamente
ligada ao contexto do artigo e capaz de prestar considerdvel auxilio na diferencia¢do entre
categorias se perdeu no estudo de Agarwal, sobretudo em func¢do do pesquisador tratar a lista

de termos encontrados em fungdo do “conjunto” de artigos e ndo individualmente.

Através da andlise individualizada de trés artigos do Corpus de Cruzes, foram
identificados os substantivos com maior frequéncia em cada um dos estudos. Os resultados

demonstraram que:

a) Elevado percentual dos substantivos que possuiam alta frequéncia em um artigo era
pouco frequente nos demais, o que acabava por elimina-los ou reduzir sua importancia

na lista final de termos;

b) Estes substantivos eram relevantes apenas para o artigo onde foi frequente, causando

ruido caso fosse utilizado em outros artigos;

c) Embora boa parte destas palavras, em termos absolutos, se localizavam em sentengas
que ndo indicavam resultados, em termos relativos (levando em consideracido cada

grupo isoladamente), estavam presentes em grande parte dos resultados.

Observando a tabela 4.9, percebe-se, por exemplo, que o termo “Defects” tem, do seu
total de ocorréncias, 36,11% em sentengas que indicam resultado e, por conseguinte, 63,89%
em outras sentencas. Entretanto, dentre os resultados, 47,27% possuem ‘“defects” em sua

composicdo, enquanto apenas 11,89% das outras sentengas contam com este termo entre suas
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palavras constituintes. O interessante a ressaltar € que a palavra “defect” s6 é importante no

contexto do Artigo 1. Utilizada nos Artigos 2 ou 3 nio teria qualquer relevancia.

Tabela 4.9 - Frequéncia de termos em artigos retirados do Corpus de Cruzes

Artigo 1 Artigo 2 Artigo 3
Termo Frequéncia Percentual Percentual Termo Frequéncia Percentual Percentual Termo Frequéncia Percentual Percentual
nas dos das demais nas dos das demais nas dos das demais
sentencas  resultados sentencas sentencas  resultados  sentencas sentencas  resultados  sentencas
que que que que que que que que que
F o F o indi ¥ o ¥ o indi ¥ o F o
resultado termo termo resultado termo termo resultado termo termo
Defects 36,11% 47.27% 11,89% Change(s) 12,62% 86,67% 24,66% Error 12,27% 100,00% 52,38%
Project 30,91% 3091% 9.82% Man-hours 75,00% 60,00% 0,82% Modules 13,79% 100,00% 45,79%
Interface 80,00% 29,09% 1,03% Distributio 30,77% 26,67% 2,47% Percent 35,00% 35,00% 65,00%
ns
External 85,71% 21,82% 0,52% Errors 5,88% 20,00% 13,15% Effort 35,00% 35,00% 65,00%
projects 20,00% 18,18% 10,34% Average 75,00% 20,00% 0,27% Specifications 42,86% 30,00% 2,93%

Este capitulo teve como principal objetivo analisar a performance dos algoritmos e métodos
propostos por Teufell (1999), Ibekwe-SanJuan (2008) e Agarwal (2009), selecionados por
tratarem de topico correlato a este trabalho. Para o primeiro nao foi possivel efetuar testes de
performance, j4 que ndo tivemos acesso ao algoritmo utilizado no experimento original. Os

demais foram testados com base em informagdes enviadas pelos autores dos estudos.

O teste do autdmato de Ibekwe-SanJuan foi realizado utilizando modelo encaminhado
pela autora e, para o conjunto de treinamento e teste fornecido, gerou um indice de acerto de
9,47%. Ja o algoritmo de Agarwal, foi testado a partir de um software disponibilizado pelo
autor e alcangou indices de acerto um pouco superiores ao estudo de Ibkwe-SanJuan, apesar
de ainda insatisfatérios em fung@o da precisdo de 25% na classificacdo dos resultados e de

6,67% na classificacdo dos métodos.

O principal aspecto observado em ambos os testes foi a baixa performance dos
classificadores e, no caso de Agarwal, a divergéncia dos resultados encontrados neste estudo
em relacdo aos estudos originais, fato provavelmente ocasionado em funcdo do uso de
diferentes conjuntos de treinamento e teste. Conquanto os autores em seus experimentos
originais utilizaram artigos da drea biomédica, que possuem um alto nivel de organizacdo do

conteido, em nosso experimento utilizamos um conjunto de artigos da drea de Engenharia de
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Software oriundos do corpus de Cruzes (2009), artigos que ndo costumam seguir um padrao

de organizagdo do conteddo.

A escolha de efetuar os testes destes métodos com artigos da drea de Engenharia de
Software, um dominio diferente do utilizado nos testes originais pelos autores, foi tomada em
razdo de que o nosso estudo busca o desenvolvimento de um método que € voltado para esta
area especifica. Precisdvamos descobrir como se comportavam estes métodos atuando sobre o

dominio dos artigos de Engenharia de Software.

Em relacdo a contribuicdo destes estudos para a definicdo do método proposto nesta

dissertacdo, destacamos os seguintes pontos:

a) Do estudo de Teufell (1999) utilizamos a metodologia utilizada para andlise das
sentencgas. Observamos que o conjunto de atributos definidos para caracterizacido de
sentengas pode evidenciar atributos ndo apenas das classes definidas por Teufel em

seu estudo, mas também para as classes do modelo IMRaD;

b) Os métodos apresentados nos trabalhos de Ibekwe-SanJuan (2008) e Agarwal (2009)
forneceram a inspiracdo para a definicdo de uma série de atributos de sentenca,

utilizados no método proposto.
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Capitulo

5 | Método Proposto

Neste capitulo descreveremos o método proposto neste estudo,

explicitando os caminhos adotados e a justificativa para a escolha.

O método proposto neste estudo tem como principal objetivo automatizar parte do processo
de Revisdo Sistemadtica, auxiliando os pesquisadores e reduzindo a quantidade de esfor¢o a ser
empreendido na construgdo do estudo. O algoritmo é construido com base em técnicas de
mineracdo de texto, com a defini¢do de estratégias de classificacdo que utiliza uma série de

atributos previamente definidos.

De uma forma geral, o método utilizado pode ser dividido em cinco atividades, que
vao desde a importacio do texto dos artigos até a sele¢do dos pardgrafos que irdo compor o

documento final (Figura 5.1).

Figura 5.1 - Esquema do método de sumarizacdo do texto

— | 1,2.5,1.32, __
— — [———
_’_ i
|: |:
Importacéo dos Segmentagao das Célculo dos Classificagao Selegao dos

5.1 IMPORTACAO DOS ARTIGOS E SEGMENTACAO DAS SENTENCAS

A primeira atividade € a de importag@o dos artigos, e consiste em converter os documentos de
entrada para o formato de texto plano. Nesta etapa sio removidas marcas de formatacdo e

caracteres indesejaveis.

A préxima etapa consiste na extracdo das sentengas, que sdo tratadas neste estudo

como pedacos de texto com significado completo. Esta atividade € realizada com a utilizagio
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de um algoritmo baseado em reconhecimento de padrdes denominado YASD' (Yet Another

Sentence Detector) que considera a utilizagdo de caracteres de pontuagdo, utilizacdo de

maiusculas, nomes préprios, siglas e posicionamento de particulas gramaticais no texto. Parte

da heuristica utilizada pelo algoritmo pode ser visualizada no Quadro 5.1.

Quadro 5.1 - Heuristica do algoritmo de detec¢do de Sentengas

Sfunction DECIDE_ORTHOGRAPHIC (TOKEN):
Se TOKEN tem a pprimeira letra em maitiscula:
Se TOKEN jd ocorreu com primeira letra em mintiscula:

interior da sentenca
Return divisor_de_sentenca
Sendo
Return indeciso
Sendo
Return indeciso
Sendo Se TOKEN tem a primeira letra em miniiscula

(...)

Se TOKEN nunca ocorre com a primeira letra em maiiscula no

5.2 CALCULO DOS ATRIBUTOS

O nucleo do algoritmo se encontra na etapa de Calculo dos Atributos, atividade onde sdo

definidos os valores de caracteristicas para cada uma das sentengas do texto de entrada. Sdo

calculados os seguintes atributos, j4 comentados no Capitulo 2:

a) Freqiiéncia das palavras-chave: o cilculo do atributo segue o modelo de Luhn

(1958), sendo composto pela soma das frequéncias das palavras da sentenga (exceto

stop words) multiplicado pelo calculo da distancia entre as palavras.

b) Palavras sinalizadoras (cue method) — a partir da utilizacdo dos conjuntos de

palavras definidos por Teufel e Moens (1997), atribuiu-se a cada palavra constante na

lista de palavras “stigma” o peso -1, na lista de palavras “ bonus A” foi atribuido peso

1, na lista “bdnus B” atribuiu-se peso 2 e na “bonus C” peso 3. Ao final, o valor

atribuido a sentenca € a soma dos pesos das suas palavras constituintes.

c) Setor no Paragrafo — foi utilizado método proposto por Teufel e Moens, onde é

considerada a localizacdo da sentenca no pardgrafo a que pertence. O total de

7z

sentencas € dividido por 4, as presentes no primeiro quarto é atribuido valor O, e,

sequencialmente, sdo atribuidos os valores 1, 2 e 3 aos demais quartos.

14 https://sites.google.com/site/carlossillajr/files/yasd.zip?attredirects=0
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d)

e)

TF-IDF - célculo do produto da frequéncia do termo -TF, pela frequéncia inversa do
documento — IDF. O método de cilculo é semelhante ao apresentado por Salton

(1988).

TF-ISF — a frequéncia inversa da sentenga ¢ definida com base na frequéncia da
palavra na sentenga — F(w), no nimero de palavras na sentenca a que a palavra

pertence — n, e no nimero de sentencas em que a palavra aparece — S(w) (Quadro 5.2).

Quadro 5.2 - Férmula de Célculo do TF-ISF

IF — ISF (w) = F(w) x 2&.
S(w)

Fonte: Larocca Netoe outros (2000).

f)

g)

h)

i)

j)

k)

1)

Tamanho da Sentenca — o atributo é representado pela quantidade de palavras que

compdem a sentenca.

Presenca de palavras da ‘“‘gist sentence’” na sentenca — o cilculo ¢ semelhante ao

apresentado por Pardo ( 2002) .

Média da conectividade léxica - o peso é definido com base no nimero de termos
compartilhados por uma sentenga com as demais sentencas do texto, dividido pelo

nimero total de sentencas.

Posicao da Sentenca na secio — apds a identificacio de cada titulo de secdo, numera-

se a posi¢do de cada sentenca sequencialmente, iniciando-se com 1.

Posicao da Sentenca em relacdo aos 10 segmentos — variagdo do modelo definido
por Teufel e Moens (1997). O texto € dividido em 10 partes iguais e a cada secdo é
atribuida uma letra, de A a J. As sentengas presentes em cada uma das segdes terd

como valor de atributo a letra que identifica a secdo.

Tempo verbal da sentenca — o atributo € definido através da andlise da primeira
ocorréncia de verbo na sentencga. Os valores possiveis sdo: presente na terceira pessoa
do singular; presente com exce¢do da terceira pessoa do singular; infinitivo; passado

participio; presente participio ou gerindio; e sentenga sem verbo.

Citacgoes — se a sentenca contém uma citagdo, valor 1, se ndo contém, valor 0.
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m) Cabecalho — indica se uma sentenca se encontra em uma secio que possui um

n)

0)

p)

q)

cabecgalho relevante. A definicdo da relevincia do cabecalho é dada se o seu titulo
possuir uma das palavras cabecalho, as quais: “result”, “introduction”, “conclusion”,
“data”, “implementation” e “discussion”. O valor do atributo para cada sentenca € a

palavra cabecalho relacionada ao titulo da se¢do em que se encontra.

Frases auto-indicativas — a abordagem utilizada ¢ a proposta por Ibekwe-SanJuan, e
utiliza a sua gramdtica de reconhecimento de frases que indicam resultados. As

sentencas selecionadas pelo autdmato terdo peso 1, as ndo selecionadas, peso 0.

Presenca de Comparacio — verifica se existem particulas indicando comparag@o nas
sentengas, como “er”, “est”, “more” ... “than”. Se encontradas, atribui valor “Sim” a

sentenca, caso contrdrio, atribui o valor “Nao”.

Presenca de Numero — verifica, através dos rétulos sintdticos atribuidos as palavras
das sentengas, se existe palavra classificada como nimero na sentenga. Se existe, é

atribuido o valor “Sim”, caso contrario, € atribuido o valor “Nao”.

Indicador de porcentagem — se for encontrado o simbolo “%”, a palavra “percent”,
ou variagdo, dentre os termos da sentenca, € atribuido o valor “Sim”, caso contrério, é

atribuido o valor “Nao”.

5.3 CLASSIFICACAO

De posse dos conjuntos de treinamento e testes, formados por sentencgas ja definidas e com os

atributos calculados, ¢ o momento de enviar os dados para o algoritmo de classificacdo. Cabe

a este algoritmo classificar as sentencas que representam resultados e as que ndo representam.

A classificacdo é realizada em duas etapas, a primeira utiliza um algoritmo de

classificagdo baseado em regras preestabelecidas, e a segunda um algoritmo de aprendizado

de méquina, como pode ser observado na Figura 5.2.

Figura 5.2 - Esquema do método classificagdo

Conjunto de
J \\ Algoritmo de
Conjunto de ) Classificagdo
— // Baseado em
Conjunto de

ETAPA 1 | ETAPA 2
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5.3.1 Classificacao Baseada em Regras

O processo de definicdo do conjunto de regras de classificacdo se baseou na andlise da
distribuicdo de valores de cada um dos atributos de sentenga. Todos os dados levantados para
as sentenca foram analisados em forma de grafico. Como resultado, buscou-se identificar
atributos que estivessem causando ruido na classificagdo por ndo auxiliarem na diferenciacéo
das categorias. Buscou-se, ainda, descobrir os atributos que exibiam grande divergéncia de
valores entre as sentencas resultado e as ndo resultado, apresentando-se com atributos chave

de diferenciacdo entre as categorias.

A andlise detalhada dos atributos de sentenca é apresentada na secdo 5.3.1.1. Os

conjuntos de regras definidos com base nestes dados sdo exibidos nos quadros 5.3, 5.4 e 5.5.

Quadro 5.3 - Conjunto de Regras 1

e Se a sentenca nio possuir verbo, deve ser definida como "nao resultado”;

*  Se a sentenca, excluidas as "stop words", possuir tamanho menor ou igual a 3, deve ser definida como
"ndo resultado";

e As sentengas que possuem valor inferior ou igual a 600 para o atributo "frequéncia das palavras-chave"
devem ser definidas como "nao resultado”;

e  As sentencas que iniciam um pardgrafo devem sem definidas como "ndo resultado”.

® As sentengas que possuem valor de TF-IDF inferior ou igual a 33,47 devem ser definidas como "ndo
resultado";

® As sentencgas que possuem valor de TF-ISF igual a "0" devem ser definidas como "ndo resultado";

e As sentencas com valor de Conectividade Léxica inferior ou igual a 0,01 devem ser definidas como
"nao resultado";

e As sentengas que possuem valor "A, B, C, D ou J" para o atributo "posi¢do em relagdo aos 10
segmentos” devem ser definidas como "ndo resultado";

e As sentengas que possuem citagdo devem ser definidas como "ndo resultado";

e As sentengas pertencentes as se¢des: "introduction", "data" e "Implementation”, devem ser definidas
como "nao resultado";

Quadro 5.4 - Conjunto de Regras 2

e  As sentencas do conjunto resultante (apds processamento do conjunto de regras 1) que possuirem uma
outra sentenca que seja pertencente ao conjunto e esteja posicionada imediatamente antes ou
imediatamente apds a sentenga em andlise "e" possuam um nimero em sua composi¢do devem ser
classificadas como "resultado";

e As sentengas com indicagdo de porcentagem devem ser classificadas como "resultado";

Quadro 5.5 - Conjunto de Regras 3

®  As sentencas do conjunto resultante (apds processamento do conjunto de regras 1) que possuirem uma
outra sentencga que seja pertencente ao conjunto e esteja posicionada imediatamente antes ou
imediatamente apds a sentenga em andlise "e" possuam um nimero em sua composi¢do "e" possuam
indicativo de comparagdo devem ser classificadas como "resultado" ;

e  As sentencas com indicagdo de porcentagem devem ser classificadas como "resultado";
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5.3.1.1 Anélise dos Atributos da Sentenca

A definicdo das regras elencadas nos quadros 5.3, 5.4 e 5.5 baseou-se na andlise da
distribuicdo de valores de cada um dos atributos, considerando-se a categoria a que pertencia
cada sentenga. Os dados foram planilhados e plotados em graficos de facil compreensdo,

conforme pode ser visualizado na descricdo dos atributos, elencada a seguir:

a) Frequéncia das Palavras-chave

A anélise do grafico 5.1 aponta que hd uma concentracgio de sentencas que ndo indicam
resultado na faixa de valores entre 0 e 600, situacdo que ndo € compartilhada pelas

sentencas que indicam resultado.

Griéfico 5.1 - Distribuicdo dos valores da frequéncia das palavras-chave nas sentencas resultado e ndo
resultados em relacdo ao total de sentencas do texto.

14,00% 14,00%

12,00% ==\ 30 Resultado 12,00%

"= Resultado

10,00% 10,00%

8,00% 8,00%

6,00% 6,00%
4,00% 4,00%

2,00% 2,00%

0,00% 0,00%

400-600 1600-1800 2800-3000 4200-4400 8000-10000
Até 0 1000-1200 2200-2400 3400-3600 4800-5000

O experimento mostrou que aproximadamente 34% das sentencas do texto
possuem valor entre 0 e 600, para o atributo frequéncia das palavras-chave. Deste total,
aproximadamente 33% sdo sentengas que ndo se apresentam como resultado e apenas
1% sdo formados por sentencas que indicam resultado. Este valor de 1% do total de

sentencas representam aproximadamente 8% dos total de resultados existentes.

b) Palavras sinalizadoras (cue method)

A distribuicdo dos valores deste atributo pelos cinco patamares é semelhante entre
resultados e ndo resultados, conforme se observa no grafico 5.2. Aproximadamente 72%
dos resultados e 82% dos ndo resultados existentes possuem valor 0 para este atributo. A
curva se mantém semelhante entre as duas categorias nos demais patamares, como se

pode observar nos 5% dos resultados e 4% dos nao resultados que possuem valor 2.
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Grifico 5.2 - Distribui¢@o dos valores das palavras sinalizadoras entre as sentengas resultado e ndo
resultados, relativo a cada categoria, isoladamente
90,00% 90,00%

80,00% 80,00%

™= Nao Resultado
70,00% == Resultado 70,00%

60,00% 60,00%

50,00% 50,00%
40,00% 40,00%
30,00% 30,00%
20,00% 20,00%

10,00% 10,00%

0,00% 0,00%

E interessante ressaltar que a andlise foi realizada, considerando-se a
distribuicdo dos valores do atributo isoladamente em cada categoria. A andlise do
grafico 5.3. permite concluir que o conjunto de ndo resultados € muito mais
representativo quantitativamente do que o de resultados, independente da distribuicio

relativa dos valores do atributo.

Griéfico 5.3 - Distribuicdo dos valores das palavras sinalizadoras, das sentencas resultado e ndo resultados,
em relacdo ao total de sentengas

80,00% 80,00%

70,00% == N 50 Resultado 70,00%
"= Resultado

60,00% 60,00%

50,00% 50,00%

40,00% 40,00%
30,00% 30,00%
20,00% 20,00%

10,00% 10,00%

0,00% 0,00%

c) Setor no Pardgrafo

A distribuicao dos valores € realizada entre os quatro patamares previamente definidos —
0, 1, 2 e 3, e exibida no grafico 5.4. E interessante ressaltar que ndo ha uma distribui¢io
equivalente entre os quatro patamares, ja que nem todos os pardgrafos do texto possuem

uma quantidade de sentencas igual a quatro ou multiplo de quatro.
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Gréfico 5.4 - Distribui¢do dos valores do atributo "Setor no Pardgrafo” entre as sentengas do corpus
40,00% 40,00%

35,00% == Nao Resultado 35,00%
== Resultado

30,00% 30,00%

25,00% 25,00%
20,00% 20,00%
15,00% 15,00%
10,00% 10,00%

5,00% 5,00%

0,00% 0,00%

Através da andlise dos valores do atributo, pdde-se observar que 26,55% do
total de sentencgas do texto se encontram no patamar 0. Destas, 1,26% sdo classificadas
como resultados e 25,29% como nio resultados. O percentual de 1,26% das sentencgas
representa 9,72% do total de resultados do conjunto, de forma que podemos concluir

que 90,28% dos resultados se encontram nas secoes 1, 2 e 3.

d) TF-IDF

A distribuic@o dos valores do produto da frequéncia do termo pela frequéncia inversa do
documento (TF-IDF) é exibida no grifico 5.5, onde pode-se observar uma concentragao
de ndo resultados na parte inicial, situacdo que nao se observa nas sentencas da outra

categoria.

Gréfico 5.5 - Distribui¢do dos valores do atributo "TF-IDF" entre as sentengas do corpus

40,00% 40,00%

35,00% 35,00%

™= N&o Resultado
30,00% ™ Resultado 30,00%

25,00% 25,00%

20,00% 20,00%
15,00% 15,00%
10,00% 10,00%
5,00%

0,00% .

5,00%

0,00%

0 Para 33,47 66,94-100,42 1383,89-167,36 200,84-234,31 267,78-301,26
3

Até 0 3,47-66,94 100,42-133,89 167,36-200,84 234,31-267,78

e) TF-ISF

O resultado resumido do célculo da frequéncia inversa da sentenga para as duas

categorias € apresentado no grafico 5.6.
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Gréfico 5.6 - Distribui¢@o dos valores do atributo "TF-ISF" entre as sentencas do corpus

60,00% 60,00%

== N3o Resultado
"= Resultado

50,00% 50,00%

40,00% 40,00%

30,00% 30,00%

20,00% 20,00%

10,00% 10,00%

/"\

Até 0 0-15 15-30 30-45 45-60 60-75

0,00% 0,00%

A excecdo do valor inicial, onde ndo hd presenca de resultados e
aproximadamente 8% de ndo resultados, os nimeros encontrados apontam para uma
distribuicdo similar entre as duas categorias, com crescimento e declinio do grafico em

pontos semelhantes.

f) Tamanho da Sentengca

O grifico 5.7 apresenta a evolucdo do valor do atributo tamanho da sentenca entre as

sentencas do conjunto, separadas em funcio de duas categorias em andlise.

Grifico 5.7 - Distribuigdo dos valores do atributo "Tamanho da Sentenga” entre as sentengas do corpus

25,00% 25,00%

== N&o Resutado

20,00%
: "= Resultado

20,00%

15,00% 15,00%
10,00% 10,00%

5,00% 5,00%

/ _\....-u--m-u...
0,00% 0,00%

0a3 3ab 5a8 8al0 10a12 12a14 14a16 16 a 18 acimade 18

Assim como no TF-ISF, observa-se uma divergéncia entre a distribui¢cdo dos
valores de resultados e ndo resultados, sobretudo na parte inicial do grafico. Os dados
obtidos através do experimento demonstraram que aproximadamente 13% das sentengas
nao resultados possuiam valor entre 0 e 3 para este atributo, conquanto nenhuma das

sentencas resultados se enquadrava neste intervalo.
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g) Presenca de palavras da “gist sentence” na sentenca

72

O agrupamento dos valores resultantes do calculo deste atributo pode ser visualizado no

gréfico 5.8

Grifico 5.8 - Distribui¢@o dos valores do atributo "Gist Sentence" entre as sentengas do corpus

50,00%
45,00%
40,00%
35,00%
30,00%
25,00%
20,00%
15,00%
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== N&o Resultado
"= Resultado

1 2 3 4 5 6 7 8 9

50,00%
45,00%
40,00%
35,00%
30,00%
25,00%
20,00%
15,00%
10,00%
5,00%

0,00%

Apesar da aparente divergéncia de valores em algumas das faixas definidas, o

que se percebe, de uma forma geral, € uma grande disparidade no inicio da série, mas

uma evolugdo similar dos valores ao longo do gréfico.

Aproximadamente 53% dos resultados e 30% dos ndo resultados possuem

valor igual a "zero" para este atributo, o que representa, respectivamente, 46% e 4% do

total de sentengas do conjunto.

h) Média da conectividade léxica

Através da andlise deste atributo, observando-se o grifico 5.9, percebe-se uma provével

zona de diferenciacio entre sentencas que indicam resultado e as demais sentengas, na

faixa que vaide O a 1.

Griéfico 5.9 - Distribuicdo dos valores do atributo "Média da conectividade 1éxica" entre as sentencas do

35,00%

30,00%

25,00%

20,00%

15,00%

10,00%

5,00%

0,00%

corpus

™= Né&o Resultado
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O experimento revelou que 29,45% dos ndo resultados e 7,64% dos resultados

concentram-se nesta faixa de valores.

i) Posicdo da Sentengca em relacdo aos 10 segmentos

O que se percebe, com a andlise do grafico 5.10, € que ha uma concentracio de
sentengas que indicam resultado do meio para o final do texto, especificamente nas

secoes E,F,GHe L

Griéfico 5.10 - Distribui¢@o dos valores do atributo "Média da conectividade 1éxica" entre as sentencas

100% 100%
90% 90%
70% B Resultado 70%
60% 60%
50% 50%
40% 40%
30% 30%
20% 20%
10% 10%

0% 0%
A B c D E F G

j) Tempo verbal da sentenca

A andlise linguistica das sentengas dos artigos teve como resultado os valores exibidos
no grafico 5.11, onde se evidencia que a categoria resultado engloba sentencas que

sempre possuem um verbo em sua composigao.

Grifico 5.11 - Distribuicdo dos valores do atributo "Tempo verbal da sentenga" entre as sentencas

100% 100%
90% 90%
80% 80%
7000 B Nzo Resultado 000

N B Resultado °
60% 60%
50% 50%
40% 40%
30% 30%
20% 20%
10% 10%

0% 0%
VBP VB VBZ VBN VBG

VBD SEMVERBO

Os verbos se dividem nas seguintes categorias, a depender do tempo verbal:

a)  VBZ - verbo no presente e na terceira pessoa do singular

b)  VBP - verbo no presente a excecdo da terceira pessoa do singular
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¢) VB - verbo no infinitivo
d) VBN - verbo no passado participio
e)  VBG - verbo no presente participio ou gertindio
f)  VBD - verbo no passado
k) Citacdo

O que se observa no grifico 5.12 é que nenhum dos resultados encontrados € uma

citacdo, de forma que este atributo torna-se importante para diferenciagdo das categorias

de sentencas.

Grafico 5.12 - Distribui¢do das citagdes entre resultados e ndo resultados

100% 100%

90% 90%
80% 80%
70% 70%
60% 60%
50% 50%

40% 40%

30% 30%
B Resultado 20%

B N&o Resultado

20%

10% 10%

0% 0%

[) Cabecalho

O gréfico 5.13 apresenta a distribuicdo das duas categorias de sentenga entre as se¢des

do texto que possuem, em seu titulo, as palavras: “result”, “introduction”, “conclusion”,

“data”, 3

‘implementation” e “discussion”. A andlise dos dados permite observar que

50% dos resultados se encontram na secdo de resultados, confirmando a informacéo

levantada no trabalho de Cruzes (2007).

Griéfico 5.13 - Distribui¢@o dos resultados e ndo resultados entre as diferentes secdes do texto
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60,00%

50,00%
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70,00%  60,00% 60,00%
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40,00% 40,00%
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30,00% 30,00%
30,00%
20.00% 20,00% 20,00%
I 10,00%  10.00% l I 10,00%
N - 0,00%  0,00% 0,00%
introduction data discussion introduction data discussion
result conclusion  implementation Nao identificado result conclusion  implementation N&o identificado

O que dificulta a caracterizacdo desta secdo como representativa na

classificacdo dos resultados € a diferenca global entre a quantidade de resultados e nao



Capitulo 5 — Método Proposto 75

resultados. Apesar de menos de 20% dos nédo resultados se enquadrarem na secdo de
resultados, estas sentencas representam quase 80% do total que compde a secgdo,

conforme pode ser visualizado no grafico 5.14.

Grifico 5.14. - Divisdo das sentengas pertencentes a cada uma das se¢des entre as duas categorias em

P
andlise
120,00% B s 120,00%
Né&o Resutado
B Resultado

100,00% 100,00%
80,00% 80,00%
60,00% 60,00%
40,00% 40,00%
20,00% 20,00%

0,00% 0,00%
introduction data discussion
result conclusion implementation N&o identificado

m) Frases auto-indicativas

A andlise do Grifico 5.15 evidencia que hd grande semelhanca na distribuicdo dos
valores deste atributo entre as sentencas que indicam resultado e as demais, de modo
que as frases auto indicativas pouco contribuem para a classificacdo automadtica das
sentencas, agindo, sobretudo, como ruido ao processo. Os valores possiveis sdo: 0 - caso

nio encontre frase auto indicativa; 1 — caso encontre frase auto indicativa.

Gréfico 5.15 - Distribui¢@o dos resultados e dos ndo resultados entre os possiveis valores das Frase auto
indicativas

0,00% 20,00% 40,00% 60,00% 80,00% 100,00% 0,00% 20,00% 40,00% 60,00% 80,00% 100,00%

1 1 B N&o resultados

0,00% 20,00% 40,00% 60,00% 80,00% 100,00% 0,00% 20,00% 40,00% 60,00% 80,00% 100,00%

n) Presenca de Comparacdo
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O que se observa no grafico 5.16 € a grande quantidade de sentengas resultado que
possuem termos indicadores de comparagdo. Mesmo com o universo dos resultados
sendo aproximadamente dez vezes menor do que os de ndo resultados, das 24%
sentencas do texto que possuem comparagdo, 16% sdo ndo resultados e 8% sdo

resultados.

Griéfico 5.16 - Presenga de comparagdo nas sentengas do texto
80,00% 80,00%

o B N&o Resultado
70,00% @ Resultado
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70,00%
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10,00% 10,00%
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Este resultado se evidencia na andlise do grifico 5.17, onde se percebe que
quase 60% das sentencas que representam resultado possuem algum tipo de

comparacao.

Grifico 5.17 - Distribuicdo dos resultados e ndo resultados em relagdo a presencéo ou ndo de comparagio
0,00% 10,00% 20,00% 30,00% 40,00% 50,00% 60,00% 70,00% 80,00% 90,00% 0,00%  10,00% 20,00% 30,00% 40,00% 50,00% 60,00% 70,00%

B Resultado
Néu _ Néo -
B Nzo Resultado

0,00% 10,00% 20,00% 30,00% 40,00% 50,00% 60,00% 70,00% 80,00% 90,00% 0,00%  10,00% 20,00% 30,00% 40,00% 50,00% 60,00% 70,00%

0) Presenca de Niimero

Este trabalho analisou o percentual das sentencgas que possuiam algum termo com valor
numérico em sua composi¢do, independente do tipo de representagdo. O resultado pode

ser visualizado no grafico 5.18.
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Gréfico 5.18 - Andlise da presenga de nimero nas sentengas
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A andlise do gréfico 5.18 demonstra que aproximadamente 75% dos resultados
possuem algum tipo de nimero em sua composi¢do, valor expressivo numa andlise
relativa, mas irrelevante quando se considera todo o universo de sentengas, vez que o
valor encontrado para os ndo resultados representam, de forma absoluta, uma

quantidade consideravelmente superior de sentencas.

p) Indicador de porcentagem
O experimento buscou por indicadores de porcentagem entre as sentencas do texto,
como o simbolo "%", ou a palavra "percent". Os valores encontrados para cada tipo de

sentenca pode ser visualizado no grifico 5.19.

Griéfico 5.19 - Andlise da presenca de indicador de porcentagem nas sentengas

100,00% 100,00%
90.00% | M Nzo Resultado 90.00%
80,00% H Resultado 80,00%
70,00% 70,00%
60,00% 60,00%
50,00% 50,00%
40,00% 40,00%
30,00% 30,00%
20,00% 20,00%
10,00% 10,00%

0,00% ——— 0,00%
Sim Nao

E interessante observar que, em termos absolutos, do total de sentengas que
possuem indicador de porcentagem, a maior parte é de resultados, mesmo esta categoria
representando menos de 10% do total das sentengas do conjunto. De todas as sentencas
existentes, 3,41% apresentavam este indicador. Deste valor, 1,26% eram enquadrados

como nao resultados e 2,15% como resultados.



Capitulo 5 — Método Proposto 78

5.3.2 Classificacao Baseada Em aprendizado de Maquina

Seis diferentes algoritmos de classificagdo foram testados: Nayve Bayes, Tree J 4.8, Tabelas
de Regras de Decisdo (TRD), Maquinas de Vetor de Suporte (SVM), Vizinho mais Proximo
(IBK) e um algoritmo baseado em Redes Neurais (Multlayer Perceptron - MP).

Para o teste, a definicdo do conjunto de testes e classificacio apresentou duas
variagdes. A primeira, com 30% do conjunto de documentos sendo utilizado como conjunto
de treinamento, e a segunda, com 50%. O percentual restante das sentencas (70% e 50% do
total, respectivamente) passou a compor o conjunto a ser classificado. O resultado do
experimento pode ser visualizado na Tabela 5.1.

Considerando-se apenas a classificacio das sentencas indicando resultado, o
experimento realizado obteve como melhores indices uma abrangéncia (recall) de 39,7%,
utilizando o método do vizinho mais proximo (IBK), e uma taxa de precisdo de 55,6%,
utilizando-se o algoritmo T J.48. E importante ressaltar, entretanto, que esta precisio foi
obtida para uma taxa de recall de apenas 7,9%, e o recall de 39,7% foi encontrado para uma

precisdo de apenas 28,1%, tornando, por conseguinte, os valores encontrados pouco

significantes.
Tabela 5.1 - Resultado da classificagdo das sentencas
Algoritmo N.Bayes N.Bayes T.J48 T. J48 TRD TRD SVM SVM MP MP IBK IBK
T ho Conj Trei 50,00%  30,00% 30,00% 50,00% 30,00% 50,00% 30,00% 50,00% 30,00% 50,00% 30,00% 50,00%

Insténcias classificadas de forma correta 88,68% 89,36% 92,05% 91,56% 91,92%  91,92% 91,03% 91,92% 89.49% 90,48%  86,92%  88,15%

Instancias classificadas de forma incorreta 11,32% 10,64 % 7,95% 8,44% 8,08% 8,08% 89,74% 8,08% 10,51% 9,52% 13,08% 11,85%

Precisio 2420%  2620%  55.60% 2500%  0,00% 0,00%  31,60%  000%  32,70% 36,70% 28,10%  28,60%
Resultados
Recall 17.80% 17,50%  7.90% 2,20% 0,00% 0,00% 9,50% 0,00%  28,60% 2440% 39,70% 31,10%
Precisio 9290% 93,00% 92,50%  92,00% 9190% 9190% 31,60% 9190% 93.80% 93,50% 94.50%  93,90%
Naio Resultados
Recall 95,10%  95770%  99.40%  99.40% 100,00% 100,00% 9.,50%  84,50% 94.80% 96,30% 91,10%  93,20%
Média Precision 87,40% 87,60% 89.50%  86,600% 84,50% 84,50% 87,60% 84.50%  88,90%  89,00%  89,10%  88,60%

(Resultados e

Niio Resultados) Recall 88.90%  89.40% 92,10% 91.60% 9190% 9190% 91,00% 9190% 89.50% 90,50%  86.90%  88.20%
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Os resultados encontrados apontam, ainda, que, considerando a classificagdo dos dois
tipos de sentenca, a média de acerto e recall encontrada para qualquer combinacdo de
algoritmo e conjunto de treinamento ficou acima dos 80%. Apesar de aparentemente
satisfatdrio, este resultado ndo é relevante para este trabalho, pois o fato da categoria "ndo
resultados" possuir 9 vezes mais elementos do que a categoria "resultados" distorce o valor
final médio de precisdo e recall encontrados no experimento. Tomando como base, por
exemplo, o teste realizado utilizando o algoritmo Mdquina de Vetores de Suporte, associado a
um conjunto de treinamento formado por 50% do total de sentengas do corpus, encontramos
um "valor médio" para precisdo de 84,5 % e de 91,9% para o recall. Nestas mesmas
condicdes, considerando-se apenas os valores para classificagdo das sentencas da categoria

"resultado", encontramos um valor de 0% para precisao e recall.

Observando os resultados encontrados e considerando que devemos priorizar a
abrangéncia em detrimento da previs@o, selecionamos o método do vizinho mais préximo
(IBK) como algoritmo de aprendizado de mdquina. O principal motivo de se priorizar a
abrangéncia € o fato de que a falta de um resultado causa muito mais prejuizos ao estudo do
que o tempo que serd gasto a mais pelo pesquisador em ler uma sentenca que ndo é um

resultado.

5.4 SELECAO DOS PARAGRAFOS

Como entrada para esta etapa sdo passadas as sentencas devidamente categorizadas e
identificadas no texto como resultados ou como ndo resultados, em suas posicdes originais no
texto. A partir desta informag@o, s@o selecionados os pardgrafos do texto que possuem pelo
menos uma sentenga classificada como resultado, o conjunto destes pardgrafos formard o

sumario do texto.
5.5 CONCLUSAO

Este capitulo apresentou e descreveu os detalhes de implementacdo do método de
sumarizacdo de texto, principal objetivo deste trabalho. O conjunto de técnicas, a sequencia
de atividades, os detalhes de implementacdo, a selecdo das técnicas mais apropriadas para a
classificac@o e, sobretudo, a andlise detalhada dos atributos de sentencga, se apresentam como

a principal contribuicdo deste estudo.

Para chegar ao conjunto final do método, fez-se necessario testar dezessete atributos

de sentenga e mais de cinco diferentes algoritmos de classificagdo de texto, que culminou na
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proposta inovadora de classificagdo em duas etapas, integrando duas diferentes heuristicas de

classificag@o, uma baseada em regras e outra em aprendizado de maquina.
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Capitulo

B Método Proposto

Neste capitulo serd apresentado o protétipo de ferramenta

desenvolvido com o objetivo de avaliar o modelo proposto no capitulo

anterior.

Com o objetivo de avaliar o método proposto, fez-se necessdria a construgdo de um protétipo
de ferramenta para andlise automaética das sentencas. Dentre as funcionalidades da ferramenta,

estao:

a) Importacdo de artigos e indexacdo dos textos em fungdo das palavras e sentencas;
b) Possibilidade de aplicagdo automatica de operacdes de mineragdo de texto, a exemplo

da remocgdo de “Stop Words” e realizag@o de “Stemming”;
¢) Permitir a marcagdo (anotacdo) manual das sentencas;
d) Efetuar o cdlculo dos atributos de sentenca;

e) Gerar uma arquivo no formato ARFF" a ser processado pela ferramenta Weka.

6.1 DESCRICAO DAS FUNCIONALIDADES

A primeira funcionalidade construida foi a de importagdo dos artigos cientificos e seu
agrupamento em colec¢des de textos, conforme pode ser visualizado na Figura 6.1. O usudrio
seleciona o diretério onde os arquivos a serem importados estdo armazenados e a ferramenta
efetua todo o processamento do texto, sendo validos apenas os arquivos com a extensdo “.txt”
e “.pdf’. Nesta etapa os arquivos no formato proprietirio “.pdf”’ sdo automaticamente
convertidos para um formato que permite a edi¢do, e as marcas de formatacdo, como negrito,

italico e correlatos, sdo removidas.

15 ARFF — tipo de arquivo em formato ASCII que descreve uma lista de instancia a partir de seus atributos. E o
modelo padrdo de arquivo da ferramenta WEKA - http://www.cs.waikato.ac.nz/~ml/weka/arff.html
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Figura 6.1 - Importacédo de Artigos e Criacdo de Colegdes
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Com os artigos ja disponiveis na Ferramenta, a proxima funcionalidade é a de

anotacdo manual das sentencas de forma a permitir a constru¢do do conjunto de testes e a

verificacdo automatica da precis@o da classificacdo. (Figura 6.2.)

Figura 6.2 - Edi¢do e Anotagdo de Artigos

Title
SOFTWARE ERRORS AND COMPLEXTTY: AN EMPIRICAL INVESTIGATION.

3. RELATIONSHIPS DERIVED FROM DATA
This section presents and decusses the relaticrships derived from the change data,

ized as emmor comections o modifications (spedfication changes, planned
).
In shades of other SEL projects, erTor comections accounted for 40-
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Nesta etapa, a ferramenta permite que as sentencas do texto de cada um dos artigos
importados sejam selecionadas e rotuladas em diferentes categorias. Como citado
anteriormente, a anotacdo das sentencas (identificaco manual da categoria em que se
enquadra) é fundamental apenas quando a ferramenta for utilizada em modo de teste, ou seja,
com o intuito de aferir, automaticamente, a precisdo e abrangéncia do processo de

classificagdo. Em modo de produgéo, nio € necessdrio realizar esta etapa.

Com os conjuntos ja definidos inicia-se, de fato, a etapa de processamento automatico
dos textos. A ferramenta permite a utilizagdo de funcionalidades da mineracdo de texto, como
a remogdo de “StopWords”, utilizacdo de “Stemming” e remogdo de caracteres indesejados. O
modo como o texto serd processado e por quais etapas deve passar é definido de acordo com o
desejo do usudrio, a partir da criacdo de um fluxo de trabalho, conforme pode ser visualizado

na Figura 6.3.

Figura 6.3 - Construgdo do fluxo de trabalho e execucdo dos testes
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Diversos fluxos podem ser construidos a partir de um tnico inicio, sendo possivel
visualizar o resultado de cada etapa do processamento e efetuar ajustes em tempo real. Este
resultado do processamento, etapa a etapa, pode ser visualizado no formato de tabulacdo dos

dados, como exibido na Figura 6.4.
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Figura 6.4 - Tabulagdo e Visualizagdo dos Resultados
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Ja o resultado final permite a visualizacdo e exportacdo em formato ARFF, de forma a
possibilitar a andlise automdtica através da ferramenta Weka (Quadro 6.1). Esta
funcionalidade € fundamental para que se possa dar continuidade ao processo e efetuar a etapa

de classificacdo das sentengas.

Quadro 6.1 - Resultado resumido do processamento em formato ARFF

@ATTRIBUTE AbsolutLocation {A,B,C,D,E.FGH,LJ}
@ATTRIBUTE ComplexidadeLexica NUMERIC
@ATTRIBUTE CueMethod NUMERIC

@ATTRIBUTE HeadLine {introduction, implementation, example, conclusion, result, evaluation, solution, experiment,
discussion, method, problems, "related work", data, "further work", "problem statement"}

éATTRIBUTE Result {true,false}
@DATA
A,0.02736318407960199,0.0,1080.888888888889,0,2,?,0,1,0,0,0.0,4.288254020520038, false, false,false, false, ,false,false,fal,(...)

6.2 CONCLUSAO

Sao encontradas ferramentas de mineracdo de texto onde s@o efetuadas as operacdes bésicas
de remocgdo de stop words, redu¢do de dimensionalidade e célculo de atributos difundidos,

como a frequéncia do termo (TF) ou seu derivado pela frequéncia inversa do documento TF-

IDE.

O principal diferencial deste protétipo em relacdo as demais ferramentas encontradas

diz respeito, em primeiro lugar, ao paradigma de mineragdo visual, que permite que o usudrio
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defina o seu fluxo de trabalho, visualize cada uma das técnicas aplicadas e acompanhe a saida
de cada uma das etapas, permitindo a realizagdo de ajustes das varidveis dependentes em
tempo real e a percep¢do do impacto imediato nos resultados. O outro diferencial € o fato de
possuir uma quantidade maior de atributos dos termos e permitir que o usudrio possa nao
apenas implementar um novo atributo como criar novos elementos para utilizar no fluxo de

trabalho, a partir da extensdo dos modelos existentes.
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Capitulo

7 Experimento

Este capitulo descreve o experimento executado para validar o método

proposto. Aqui sdo explicitadas as varidveis, questoes, hipoteses e sdo

descritos os procedimentos para realizacdo do procedimento..

No capitulo anterior, descrevemos detalhadamente o método proposto neste estudo para
categorizacdo de sentengas e sumarizacdo de texto com base nos resultados dos estudos
selecionados. Apds as defini¢des, faz-se necessdrio avaliar, com base em aspectos objetivos,
se os resultados da aplicacdo do método coadunam com a sua proposta e quais os indices de

abrangéncia e precisdo que apresentam.

Desta forma, com o intuito de avaliar o método proposto, desenhamos um experimento
controlado, com a definicdo das questdes a serem observadas, das métricas a serem utilizadas,
das varidveis, recursos necessdrios e fluxo de execucdo. Em seguida, executamos o
experimento, capturamos e discorremos sobre os resultados encontrados, conforme sera

apresentado nas se¢Oes subsequentes.

7.1 DEFINICAO DO EXPERIMENTO

Com o objetivo principal de avaliar a precisdo, abrangéncia e efetividade da utilizagdo do
método de identificacdo automdtica de sentencas proposto neste trabalho, fez-se necesséria a

montagem e execucdo de um experimento.

Este experimento foi conduzido em ambiente académico, com o objetivo de analisar a
técnica proposta e com o intuito de avaliar a sua efetividade no que diz respeito a
identificacdo de sentencas que indicam resultados em artigos cientificos. Para isto, serd levado
em consideracdo a precisdo na identificagdo das sentencas e a quantidade de sentencas

localizadas em relacdo ao total existente.
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7.1.1 Questoes
Sdo trés principais questdes relacionadas ao experimento, as quais:

a) Pode um método de identificacido automatica de resultados em artigos cientificos obter
melhor abrangéncia na classificagdo das sentencas do que os 50% obtidos por alunos

no experimento de Cruzes (2007)?

b) O isolamento manual das varidveis utilizadas na classifica¢io das sentengas e a andlise
de sua distribuicio pode auxiliar na remo¢do de ruido e melhorar o processo de

classificagdo?

¢) E possivel reduzir a quantidade de texto dos artigos sem que se reduza
proporcionalmente a quantidade de resultados no texto final? (proporcionalmente, se
reduzirmos em 30% um texto, tomando como base que a distribui¢do dos resultados é

uniforme, perderiamos 30% dos resultados).
7.1.2 Métricas
As métricas adotadas neste experimento sio:

a) Abrangéncia (recall) — quantidade de sentencgas corretamente identificadas em relagio
ao total de sentencas existentes em uma determinada categoria (total localizado / total

existente).

b) Precisdo (precision) — quantidade de sentengas corretamente classificados em fungdo
do total de sentengas classificadas como pertencentes a uma determinada categoria

(corretamente classificados / corretamente classificados + falso positivos).

7.1.3 Selecao de Variaveis
A lista de varidveis independentes é composta por:

a) Calculo dos Atributos da Sentenga

b) Tamanho do Conjunto de Treinamento

c) Algoritmo utilizado na classifica¢do
Alista de varidveis dependentes é composta por:

a) Precisao

b) Abrangéncia
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7.1.4 Recursos
Para o desenvolvimento do experimento, serdo necessarios os seguintes recursos:

e Software: Ferramenta para Pré-processamento de documentos textuais (construida

neste estudo), Ferramenta de Mineracao de Texto Weka.

7.2 PLANEJAMENTO DO EXPERIMENTO

Sdo trés as principais etapas para execucdo do experimento. A lista e ordem de execucdo

podem ser visualizados na Figura 7.1.

Figura 7.1 - Diagrama de Fluxo do Experimento

Selegao dos Ly Anotacao dos > Execugéo do L 5 Identificagdo dos
Artigos Artigos Método Paragrafos

A primeira etapa contempla a sele¢do dos artigos que irdo compor o conjunto de testes
e o de classificacdo, oriundos do Corpus de Cruzes (2007). Ap6s a escolha dos artigos, que
devem ser da 4drea de Engenharia de Software, o préximo passo é definir em qual categoria
cada uma das sentenga se enquadra. Neste estudo, lidamos com duas categorias: “resultados”
e “ndo resultados”. O texto deve ser marcado com a categorias das sentengas de modo que o

processo de treinamento e de validacdo da classificagdo sejam automaticos.

A terceira etapa, e principal, € a de execug¢do do método. Nesta fase os atributos de
cada uma das sentencas sdo calculados utilizando a ferramenta Textum, descrita em capitulo
anterior, e o texto é exportado para um formato compativel com a ferramenta de classificacio
Weka, que deve ser configurada com o algoritmo de classificagdo do vizinho mais préximo e
percentual de conjunto de treinamento de 30%. O conjunto de entrada € enviado ao
classificador e, apds execucdo do processo, sdo definidas as categorias das sentencas. Estes
valores foram definidos em estudo preliminar que efetuou testes de abrangéncia e precisdo em
5 artigos capturados do Corpus de Cruzes (2007) e retirados, por conseguinte, do conjunto de
documentos a ser utilizado neste experimento. Os testes prévios utilizaram os seguintes

valores para as varidveis dependentes:
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d) Tamanho do Conjunto de Treinamento: 30% ou 50% do conjunto de entrada.

e) Algoritmos utilizados na classificagdao: Nayve Bayes, Tree J 4.8, Tabelas de Regras
de Decisao (TRD), Maquinas de Vetor de Suporte (SVM), Vizinho mais Préximo

(IBK) e um algoritmo baseado em Redes Neurais (Multlayer Perceptron - MP).

A dltima etapa consiste em selecionar no texto original os paridgrafos que contém

sentencgas classificadas como “resultado”, de modo a compor o texto final, resumido.

7.2 EXECUCAO DO EXPERIMENTO

Um dos subprodutos do trabalho de Cruzes (2007) foi a constru¢do de um pequeno Corpus de
artigos de Engenharia de Software, cujas sentencas foram classificadas manualmente, por
pesquisadores, como pertencentes a categoria de “resultados” ou “néo resultados”. Em funcio
desta caracteristica, elegemos este corpus para selecionar os artigos a serem utilizados no
experimento. E interessante ressaltar que os artigos deste corpus utilizados para defini¢io das
regras utilizadas no algoritmo foram excluidos e ndao compde o conjunto utilizado no

experimento. A lista dos artigos escolhidos encontra-se no Anexo .

Toda a etapa de anotagdo e parte da etapa de execucdo do método foram realizadas
utilizando-se uma ferramenta desenvolvida neste estudo — denominada Textum, e descrita no
Capitulo 6. Atividades como importacdo dos artigos e conversido para o formato de texto
editavel, anotacdo das sentencas, cdlculo dos atributos, a etapa de classificagdo baseada em
regras e a geracdo do arquivo compativel com a ferramenta de classificacdo Weka também

foram executadas na ferramenta Textum.

A parte final do experimento consistiu em fornecer o arquivo de entrada a Ferramenta
Weka, definir os atributos de classificagdo conforme especificados no planejamento do
experimento e executar o classificador. De posse das sentengas selecionadas como
“resultado”, foram identificados os pardgrafos que as continham e definido o texto final. A
ultima atividade foi a de quantificar a reducdo do texto final em relacdo ao inicial e os

percentuais de acerto e abrangéncia na classificacéo.
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7.3 RESULTADOS DO EXPERIMENTO

De modo a facilitar o entendimento do processo, separamos os resultados encontrados para
cada uma das etapas de classificacdo: a classificagdo por regras e a classificacio por

aprendizado de maquina.

O resultado da classificacdo com base em regras foi capaz de definir a classificacdo de
74% do total de sentengas do texto com uma precisdo de 82%. E interessante observar, ainda,
que 27% das sentengas de classificacdo definidas como "resultado” foram incorretamente
classificadas nesta etapa, deixando para a proxima etapa um percentual maximo de

abrangéncia de 73%.

O conjunto textual restante, correspondente a 26% das sentencas do conjunto inicial,
foi, entdo, levado a classificacdo automadtica na ferramenta Weka, utilizando-se o algoritmo

vizinho mais proximo. Os resultados da classificacdo podem ser observados na Tabela 7.1.

Tabela 7.1 - Classificagdo das sentencas apds aplica¢do do conjunto de regras 1,2 e 3.

Conjunto de regras 1 + Conjunto de Conjunto de regras 1 + Conjunto de
regras 2 regras 3

Acerto 47,00% 56,50%

Recall 60,00% 41,20%

Em uma primeira andlise, o resultado encontrado na tabela 7.1 parece ser
insatisfatorio. Vale ressaltar, entretanto, que no experimento descrito por Cruzes (2007),
alunos analisaram manualmente os artigos e conseguiram capturar apenas 50% dos resultados

do texto, devendo ser este o patamar de comparag@o deste método.

Antes de analisarmos os resultados da selecdo dos pardgrafos, convém comentar um
fato importante observado no resultado final da classificacdo das sentencas. O que se
percebeu apds a classificacdo foi um conjunto final no qual as sentengas constantes eram
extremamente semelhantes, seja em relag@o as caracteristicas analisadas pelo computador ou
até mesmo em andlise efetuada por humanos. Isso se comprova através da andlise das
sentencas, que demonstrou que os elementos da categoria ndo resultados presentes no

conjunto possuem palavras chave, nimeros e informac¢des similares as encontradas na
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categoria de resultados. No entanto, com o objetivo distinto de explanar uma conclusio ou
explicitar como foi feita a coleta de determinado dado para se chegar ao resultado. De certa
forma, estas sentengas classificadas incorretamente forneciam o contexto aos resutados

apresentados.

Voltando aos resultados da selecdo dos pardgrafos, a utilizacdo do método proposto
apresentou uma taxa de acerto de 74% e de recall de 72%, sendo que o conjunto textual
formado pelos paragrafos selecionados representaram, aproximadamente, 20% do texto, ou
seja, uma considerdvel redu¢do na quantidade de informacdo a ser lida pelo pesquisador com

consequente redugdo do tempo e custo para realizacio do trabalho.

7.4 CONCLUSAO

Os resultados do experimento evidenciaram taxas de abrangé€ncia e precisio na localizagdo de
sentencas que indicam resultados do artigo cientifico préximas as descritas por Cruzes (2007)
em experimento realizado com alunos da Universidade de Maryland. O principal diferencial
diz respeito ao tempo gasto para realizagdo do procedimento, enquanto o processamento
computacional se posiciona na casa de minutos, a leitura dos textos por humanos possui
ordem de grandeza em horas. Nao € possivel estabelecer um valor exato de tempo, ja que o
processamento computacional € dependente do equipamento que se estd utilizando para a
execucdo do método e, assim como o humano, sdo dependentes do tamanho do conjunto de

entrada (artigos).

Levando em consideragdao o método de selecdo automadtica dos pardgrafos, com base
nos resultados encontrados, podemos estimar um tempo 80% menor para a localizacdo dos
resultados em comparacdo a selecdo por humanos, levando em conta igual redugdo no
tamanho do conjunto original de artigos. Esta constatagdo necessita, entretanto, de

comprovagdo através de estudo complementar.
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Capitulo

3 Resultados e Discussao

Este capitulo agrupa os resultados dos experimentos realizados neste

estudo. Contém, ainda, informacdes relevantes do processo de execucdo e
ajuste do método proposto para classificacdo das sentencas como “resultado”
ou “ndo resultado”, e identificacdo dos pardgrafos relevantes do texto

cientifico.

O conjunto de procedimentos para definicio do método de sumarizacdo de texto, objetivo
principal deste estudo, mostrou o quanto € complexa a atividade de processar e analisar dados
em linguagem natural, corroborando fato que ja € consenso entre os pesquisadores da drea de

Recuperacio da Informacao.

A dificuldade se agrava quando lidamos com informacgdes que sdo ambiguas até
mesmo para os proprios seres humanos. Cruzes (2007) realizou um experimento em que
fornecia alguns artigos a grupos de alunos para que estes identificassem no texto as sentencas
que representavam resultados dos artigos. O resultado demonstrou que, em média, apenas

50% do total de sentencas existentes nos textos foi localizada corretamente.

Agarwal (2010) realizou um experimento em que era necessdrio definir a classificacdo
das sentencas dos artigos. Para tanto, forneceu o mesmo texto a trés diferentes especialistas
neste tipo de identificacdo e, mesmo entre estudiosos da drea, houve divergéncia na definicao
da categoria de parte das sentencas, conflito resolvido apenas com a interacio entre os trés

membros do experimento.

E neste contexto que propomos um método para classificacio automatica de sentencas
do texto cientifico, identifica¢do dos pardgrafos e sumarizagdo do texto, baseado na andlise da
estrutura do artigo, na definicdo de atributos de sentenca e na observacdo de métodos
similares.

8.1 ANALISE DA ESTRUTURA DO ARTIGO EM ENGENHARIA DE
SOFTWARE

O levantamento realizado comprovou que, de uma forma geral, os artigos cientificos na drea
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de saide tem seu conteido estruturado com base na separagdo do texto em quatro secdes
basicas: Introducido, Método, Resultados e Discussdo. Esta pritica se consolidou a partir do
momento em que grande parte dos mais conceituados jornais cientificos passaram a dar
preferéncia a textos escritos neste formato, explicitamente recomendado pelo Comité
Internacional de Editores de Jornais Médicos. Estudo realizado por Teufel e Moens (2002)
confirma a padronizagdo dos estudos em Saude. A andlise de 108 artigos da 4rea de

cardiologia demonstrou que 92% dos textos possuiam as quatro se¢des.

Quando lidamos com artigos de outras areas, entretanto, a situagdo € oposta. Ainda no
estudo de Teufel, a pesquisadora analisou 80 artigos de Linguistica Computacional e observou
que apenas 20% apresentavam secdo de resultados, 16% apresentavam secdo de discussao e

nenhum dos textos analisados possuia uma sec¢do descrevendo o método.

Com o intuito de avaliar a organizacdo dos artigos da drea de Engenharia de Software,
foco desta dissertacdo, selecionamos 33 artigos para andlise estrutural. O resultado
encontrado foi semelhante ao apresentado por Teufel para os artigos de Linguistica
Computacional, com apenas 15% dos artigos apresentando uma se¢@o de resultados e nenhum

apresentando uma secdo de método.

Em complemento a esta andlise, fizemos um levantamento de alguns dos principais
modelos de chamada para publicacdo de artigos de congressos e jornais na drea de Engenharia
de Software. A observacdo dos modelos demonstrou que estes néo trazem exigéncias formais
em relagdo a modelagem do contetddo e sua organizagdo em segdes. O que se percebe, apenas,

sdo imposi¢des de ordem estilistica que priorizam a apresentacdo visual dos artigos.

7z

A utilizacdo de um padrio de organizacdo do contetido é um facilitador para a
localizacdo das informagdes desejadas ndo apenas para os leitores dos artigos, mas para
algoritmos de recuperagcdo da informagdo. Seguir ou ndo este padrdo pode representar uma
diferenca substancial nos resultados da aplicacdo de métodos automadticos de mineragdo de
texto. O fato dos artigos de Engenharia de Software, por padrido, ndo seguirem um modelo de

organizagcdo do contetido € mais um fator dificultador na construcio de um método de

classificag@o de sentencas neste tipo de texto.

8.2 ANALISE DOS METODOS DE CLASSIFICACAO DE SENTENCAS

Este estudo analisou trés métodos de classificacio de sentencas em artigos cientificos. E
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importante ressaltar que as técnicas analisadas tem um escopo um pouco mais amplo do que o
definido nesta dissertagdo, ja que classifica as sentencas em mais de duas categorias,
conquanto trabalhamos, nesta pesquisa, apenas com as categorias “resultado” e ‘“ndo

resultado”.

Em relacdo ao método proposto por Teufel (1999), observamos um pequeno desvio no
resultado declarado para as sentengas classificadas na categoria “OWN” em funcdo da
quantidade muito superior de sentencas desta categoria em comparagdo a quantidade das
demais. Desta forma, acatamos a precisdo do método pelo resultado encontrado para as
demais categorias, por volta de 50% de acerto. Vale ressaltar que estes resultados foram
encontrados para um conjunto de artigos seguindo o padrdo IMRaD, ja que nao foi possivel
testar o0 método com artigos de Engenharia de Software, pois néo tivemos acesso a ferramenta
utilizada pela autora e nem a uma descri¢do suficientemente detalhada que nos permitisse a

implementag¢do do método.

O estudo de Ibekwe-SanJuan (2008) ndo apresentou resultados estatisticos de
validagdo para o método descrito pela autora. Um experimento realizado com ferramenta
disponibilizada por Ibekwe-SanJuan tendo como entrada artigos de Engenharia de Software

apresentaram precisdo inferior a 10% na classificag@o das sentencas indicando “resultados”.

O ultimo estudo analisado, de Agarwal (2009), apresentou precisdo superior a 75% na
classificag@o das categorias e abrangéncia superior a 75% na localizacdo dos resultados. Estes
resultados, entretanto, foram conseguidos com a utilizacio de artigos da area de satde,
estruturados conforme o modelo IMRaD. Experimento realizado utilizando artigos de
Engenharia de Software como entrada para o algoritmo proposto obteve uma precisdo de 25%

na identificagc@o dos resultados.

z

O que se percebe € que os métodos analisados ndo apresentaram resultados
satisfatorios quando utilizados na classificacdo de sentencas em artigos cientificos que ndo
seguem padrdes para estruturacdo do contetddo. Os valores encontrados ficam muito aquém
dos levantados no experimento de Cruzes (2007) com seres humanos, o que inviabiliza a

utilizacdo destes algoritmos para realizagcdo desta tarefa em ambiente ndo académico.

8.3 DEFINICAO DO METODO DE SUMARIZACAO DE TEXTO

7z

A base do método proposto é a classificacio das sentencas em duas categorias base:
"resultados" e "ndo resultados". A idéia foi a de construir, como nucleo do método, um

algoritmo similar ao de Teufel (1999), com base na defini¢do de atributos de sentencga e sua
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utilizacdo na classificacdo utilizando uma das técnicas de aprendizado de maquina. Os
resultados iniciais ndo foram animadores, ji que os indices de precisdo se estabilizaram em
pouco menos da metade do encontrado pelos alunos participantes do experimento de Cruzes

(2007).

Uma andlise detalhada da distribuicio dos valores dos atributos em graficos
representou o inicio do processo de ajuste do método. A identificagdo e eliminacdo de
atributos que geravam ruidos associado a criacdo de uma primeira etapa de classificacéo,
baseada em regras, mais do que duplicou a performance do classificador elevando-a a indice

superior ao de referéncia, do ja citado experimento de Cruzes (2007), de 50% de acerto.

E interessante ressaltar, ainda, que a validacdo do método foi realizada através de um
experimento controlado. De forma a dar transparéncia e facilitar a andlise, elencamos os
diversos parametros utilizados, definimos e documentamos as variantes de andlise e a

sequéncia de procedimentos utilizada tanto na montagem quanto na execug¢do do experimento.

8.3.1 Ferramenta para pré-processamento textual

-

E comum entre os pesquisadores da drea de recuperacdo da informacdo a utilizacdo de
ferramentas que atuam tanto na classificagdo automdtica quando na preparacdo dos mais
diferentes dados. A grande preocupagdo, entretanto, ocorre com o0 primeiro tipo de
ferramenta, ja que a etapa de pré-processamento € algo secundério, de preparacdo para a etapa
principal, que € a classificacdo. Neste trabalho, enfatizamos o processo de preparacdo dos
dados de modo a reduzir, ao maximo, possiveis ruidos gerados nesta etapa e que influenciam

negativamente o processo de classificagdo.

Como subproduto do processo de validacdo do método, fez-se necessdria a construcao
de um protétipo de ferramenta para pré-processamento visual de documentos textuais, cuja
especificagdo encontra-se no Apéndice A. As atividades desde a importacdo dos artigos,
formatacdo de caracteres, remocdo de "stop words", redu¢do de dimensionalidade e diversas
outras atividades relacionadas & minerag¢do de texto foram implementadas de forma visual.
Com um simples clicar do mouse pode-se criar um novo workflow, inserir diversas origens de

dados, ajustar os mais variados pardmetros e observar a saida de cada uma das etapas.

O principal diferencial desta ferramenta em relagdo as demais produzidas € o conceito

da montagem visual do workflow. A possibilidade de se criar dois, trés, quatro caminhos
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simultaneos com pardmetros e objetos diferentes, comparar a saida entre estes e identificar o
melhor ajuste, apenas clicando e arrastando objetos € algo que em muito facilita o trabalho do
pesquisador. A utilizacdo desta ferramenta — denominada de "Textum", nos fez economizar

tempo considerdvel no ajuste do método.
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Capitulo

9 Conclusao

Este capitulo apresenta as conclusdes sobre os resultados deste estudo

e aponta para as linhas a serem seguidas em trabalhos futuros.

Nas ultimas décadas, tem crescido vertiginosamente a quantidade de revisdes sistemdticas
produzidas. Esta técnica, que até entdo era utilizada apenas em trabalhos da 4rea de satde,
avancou para outras dreas, a exemplo da Engenharia de Software. A grande quantidade de
tempo e esfor¢co gasto na constru¢do de uma revisdo sistemdtica tem agido como um

dificultador a uma maior expansao e utilizagio desta técnica.

Ferramentas e métodos computacionais vém sendo densenvolvidos com o intuito de
tornar mais agil o trabalho dos pesquisadores que constroem estas revisdes, como o trabalho
de Malheiros (2007), que propde uma ferramenta para auxiliar na etapa da revisdo em que sio
selecionados os artigos que irdo compor o estudo final, ou o de Silva Rocha (2009), cuja
ferramenta construida auxilia na localizag@o automatica de informacdes de contexto no texto

cientifico.

O objetivo deste estudo é a definicdo de um método, com constru¢do de um protétipo
de ferramenta, para auxiliar os pesquisadores na localizagdo das sentengas que indicam
resultado no texto cientifico, um dos elementos base para a constru¢cdo da revisdo e um dos

que mais ocupa o tempo dos pesquisadores.

Dos trés estudos que tratavam da anotacdo automadtica da semantica das sentengas,
analisados no capitulo 3, nenhum obteve resultados satisfatérios quando o conjunto de entrada
era formado por artigos que ndo seguiam o modelo IMRaD, principal problema dos artigos de

outras dreas que nao a de satde, a exemplo da Engenharia de Software.

Conquanto as demais técnicas testadas se restringiram a um nivel de acerto inferior a
30%, para um conjunto de artigos oriundos da ES, o método proposto neste estudo superou
0s 47% de acerto para um nivel de recall superior a 60%. Este resultado ndo ficou muito
distante do encontrado no experimento realizado por Cruzes (2007), com a utilizag@o de seres

humanos ndo especialistas para identificar manualmente os resultados. O grande diferencial se
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dd em relagdo ao tempo gasto para realizacdo da atividade, j4 que o processamento
computacional durou cerca de dois minutos, consideravelmente inferior ao encontrado na

pesquisa com seres humanos.

Os indices encontrados, entretanto, ainda estavam abaixo do esperado para um
algoritmo de recuperagdo da informacgdo. Percebeu-se, ainda, que as sentencgas selecionadas,
para serem compreendidas pelos pesquisadores, precisariam de informagdes de contexto,
presente nas sentencas adjacentes. Desta forma, ao invés de marcar no texto apenas as
sentencas indicando resultados, resolveu-se que os pardgrafos que continham as sentencas
resultado seriam selecionados. O método proposto permitiu um nivel de acerto de 74% e um

recall de 72% na identificacdo dos pardgrafos compostos por resultados.

A sele¢@o apenas dos pardgrafos reduziu para 1/5 a quantidade de texto a ser analisado
pelo pesquisador o que, em tese, ensejaria uma reduc@o de 80% no tempo gasto na analise do
artigo. E necessdrio, entretanto, realizar em um estudo futuro, um experimento para

comprovar o valor encontrado.

O método desenvolvido neste artigo teve como foco artigos cientificos na drea de
Engenharia de Software. A aplicagio em artigos de outras dreas, sobretudo a de satude, nao foi
testada por ndo possuirmos um conjunto anotado de artigos, condi¢do essencial para execucio
do experimento. Se o comportamento do método proposto for similar ao dos outros métodos
analisados, pode-se inferir que os resultados da aplicacio do método neste novo contexto
serdo ainda melhores do que os obtidos com o processamento de artigos de Engenharia de

Software.

Como trabalho futuro, faz-se necessdrio, ainda, construir um corpus de artigos
cientificos com anotacdo dos tipos de sentenga mais robusto. A criacdo e compartilhamento
desta base de dados contribuiria substancialmente para o avanco dos estudos em recuperacio
da informag¢@o em artigos. O conjunto utilizado neste trabalho, oriundo do estudo de Cruzes
(2007), possuia quantidade reduzida de artigos o que pode ter influenciado negativamente no

resultado da classificag@o.
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